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A sabedoria não se pode comparar ao ouro ou 
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fino. Ela faz esquecer o coral e as pérolas; 

porque a aquisição da sabedoria é melhor que 

a dos rubis. 
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RESUMO 

 

A definição da dose de herbicida utilizada para o controle em pré-emergência de 

plantas daninhas no Brasil tem sido realizada com base em recomendações de bula que, 

normalmente, não considera todas as propriedades físico-químicas do solo para a tomada de 

decisão. O uso de modelos estatísticos baseados na capacidade de retenção de herbicidas 

pelos solos poderá ser importante ferramenta para a determinação da dose que propicie maior 

controle de plantas daninhas aliado ao menor custo e diminuição da contaminação ambiental 

pela utilização de menores doses. Neste estudo, foi avaliado o potencial de redes neurais 

artificiais (RNAs) para prever a sorção e dessorção do herbicida linuron em diferentes solos 

brasileiros. Os coeficientes de sorção e dessorção do herbicida foram determinados em 

laboratório em ensaios com 45 solos de diferentes atributos. Modelos de RNAs e perceptron 

multicamadas (MLP) foram construídos para predição da sorção e dessorção do herbicida 

linuron em diferentes solos. As entradas das redes foram: pH, matéria orgânica (MO), argila, 

capacidade de troca catiônica (CTC) e saturação de bases (V); as saídas constituíram-se dos 

coeficientes de sorção (Kfs e Qmax) e dessorção (Kfd). Aplicou-se o método de validação 

cruzada na rede e o desempenho do modelo foi avaliado pelo coeficiente de determinação 

(R2), erro relativo absoluto médio (RMSE), erro absoluto médio (MAE), erro médio de 

estimativa (MBE) e coeficiente de correlação de Pearson (r). Os modelos de redes neurais 

artificiais foram capazes de predizer a sorção e dessorção do herbicida linuron nos solos 

amostrados. As variáveis de entrada que determinaram a rede de melhor desempenho para 

predição de Kfs e Kfd foram as mesmas (pH, MO, CTC e argila); para predição de Qmax, as 

variáveis constituíram-se do pH, MO e teor de argila no solo. As variáveis que apresentaram 

maior importância na construção do modelo para o coeficiente de sorção Kfs foram CTC 

(40%) e MO (36%), o que está em consonância com o comportamento do linuron no solo, 

onde esses atributos contribuem significativamente nos processos de sorção. A MO também é 

uma variável com importância elevada (79%) para predição do Qmax. O pH teve importância 

relativa de 93% na predição do Kfs, sendo que, devido à maioria dos solos usados no trabalho 

apresentarem pH próximo a 6,0, as moléculas sorvidas ao solo tendem a retornarem 

facilmente para o meio aquoso. Conclui-se que as redes neurais artificiais podem ser 

utilizadas para predizer a sorção e dessorção do herbicida linuron no solo. 

 

Palavras-chave: Controle químico. Capacidade preditiva. Importância relativa. 

Comportamento de herbicida. 



 

 

ABSTRACT 

 

Herbicide dose definitions used for pre-emergence weed control in Brazil have been 

based on package leaflet recommendations, which generally do not consider all the physical 

and chemical properties of the soil when making a decision. The use of statistical models 

based on the soils’ herbicide retention capacity may be an important tool for determining the 

dose that provides greater weed control, together with lower costs and a reduction in 

environmental contamination through the use of smaller doses. This study evaluated the 

potential of artificial neural networks (ANNs) to predict the sorption and desorption of the 

herbicide linuron in different Brazilian soils. The sorption and desorption coefficients of the 

herbicide were determined in the laboratory in assays with 45 soils of different attributes. 

Multilayer perceptron (MLP) and ANN models were constructed to predict the sorption and 

desorption of linuron herbicide in different soils. The inputs of the networks were: pH, 

organic matter (OM), clay, cation exchange capacity (CEC) and base saturation (V); the 

outputs were the sorption (Kfs and Qmax) and desorption (Kfd) coefficients. The cross-

validation method was applied to the network, and the model performance was evaluated by 

the coefficient of determination (R2), mean absolute relative error (RMSE), mean absolute 

error (MAE), mean estimation error (MBE) and Pearson's correlation coefficient (r). The 

artificial neural network models were able to predict the sorption and desorption of the 

herbicide linuron in the sampled soils. The input variables that determined the best 

performing network for Kfs and Kfd prediction were the same (pH, OM, CEC and clay); for 

Qmax prediction, the variables were pH, OM, and clay content in the soil. The variables that 

presented greater importance in the construction of the model for the sorption coefficient Kfs 

were CEC (40%) and OM (36%), which agree with the behavior of linuron in the soil, where 

these attributes contribute significantly to the sorption processes. OM is also a variable with 

high importance (79%) for the prediction of Qmax. The pH had a relative importance of 93% 

in the prediction of Kfs, being that, due to the majority of the soils used in work presenting 

pH close to 6.0, the molecules sorbed to the soil tend to return quickly to the aqueous 

medium. It is concluded that artificial neural networks can predict the sorption and desorption 

of the herbicide linuron in the soil. 

 

Keywords: Chemical control. Predictive power. Relative importance, Herbicide behavior. 
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INTRODUÇÃO GERAL 

 

Os solos são componentes importantes dos ecossistemas, os quais desempenham 

funções ecológicas vitais necessárias para o cultivo agrícola. Devido à necessidade de 

propiciar um aumento na produção de alimentos, o uso de pesticidas tem sido amplamente 

empregado na agricultura (CARVALHO et al., 2017). Quando esses produtos são utilizados, 

uma parte deles permanece no solo (RAFFA & CHIAMPO, 2021).  

Na maior parte do mundo, o aumento no uso de pesticida se deve, em boa parte, ao 

incremento da adoção de herbicida como meio de controle das plantas daninhas, com um 

crescimento expressivo em vários países, como no Brasil (SHATTUCK et al., 2021). O 

controle químico tem sido o método mais adotado nas lavouras por ser mais eficiente, rápido 

e de menor custo, fatores essenciais para uma agricultura competitiva, trazendo resolução dos 

problemas dinâmicos que desafiam o produtor.  

O herbicida linuron (3-(3,4-dichlorophenyl)-1-methoxy-1-methylurea) (Figura 1) 

pertence à classe de herbicidas fenilureia (HAROON et al., 2021) e atua na inibição do 

transporte de elétrons no fotossistema II. É usado para controle em pré e pós-emergência 

inicial de gramíneas anuais e plantas daninhas de folhas largas, em local de cultivo e não 

cultivo (PPDB, 2022). É utilizado em diversas culturas como algodão, soja, milho, batata, 

feijão, trigo, cenoura e muitas frutas (AZAB et al., 2018).  

 

 

Figura 1. Fórmula estrutural do linuron 

Fonte: PubChem (2022). 

 

O linuron possui moderada solubilidade em água a 20°C, 63,8 mg L-1, apresenta um 

coeficiente de partição octanol-água (log Kow) igual a 3,0, indicando influência no potencial 
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de sorção pela fração de matéria orgânica no solo (PPDB, 2022). Ademais, em condições de 

campo, a meia-vida do linuron pode variar entre 30 e 150 dias, dependendo das propriedades 

físico-químicas do solo, com meia-vida média estimada de 60 dias (MAHARAJ, 2020; 

UKALSKA-JARUGA et al., 2020; PPDB, 2022). Esta substância química apresenta pressão 

de vapor a 20°C de 0,051 mPa, sendo classificada como de baixa volatilidade (PPDB, 2022). 

Possui, ainda, caráter não-iônico (pKa = 0) e, portanto, não troca cátions com a solução do 

solo. Entretanto, pode interagir com cátions intermediários, tendo seu comportamento 

influenciado pelo pH e podendo ser retido diferencialmente por materiais orgânicos e 

minerais (FORTIN, 2002; CORNEIRO et al., 2008). 

O uso de linuron provoca preocupações em relação à probabilidade de lixiviação e 

contaminação do solo para as águas subterrâneas, uma vez que é atribuído como um herbicida 

em transição entre potenciais lixiviadores e não lixiviadores (GRENNI et al., 2009). Seu 

comportamento no solo pode estar fortemente relacionado à matéria orgânica, a qual é 

apontada como principal componente do solo que controla a mobilidade do linuron no 

ambiente edáfico (DORADO et al., 2005).   

Quando os herbicidas chegam ao solo, estão sujeitos a processos físicos, químicos e 

biológicos que irão regular seu destino, onde os coloides do solo, constituídos pela argila e 

matéria orgânica, influenciam no controle desta mobilidade (LIU et al., 2008; TAKESHITA 

et al., 2019). As interações entre os herbicidas e o solo são muito variáveis, diferindo quanto à 

retenção desses compostos pelo solo. A sorção, termo geral para retenção de herbicida no 

solo, que abrange a adsorção, absorção e precipitação, pode impedir ou retardar a 

movimentação e lixiviação do herbicida no solo. Esses processos podem variar muito 

dependendo de características físicas e químicas do solo, bem como do próprio herbicida 

(BRADY & WEIL, 2009; AGBAOGUN & FISCHER, 2020). 

O processo inverso da sorção é a dessorção, no qual a molécula de um herbicida 

anteriormente sorvida, retorna à solução do solo. As forças responsáveis pela sorção podem 

ser fracas ou muito fortes, ocorrendo a retenção das moléculas pela superfície do solo por 

ligações hidrofóbicas, ligações de hidrogênio, forças de Van der Waals e ligações iônicas e 

covalentes. Assim, a sorção, em alguns casos, é totalmente reversível e, em outros, apenas 

parcialmente (CORREIA et al., 2018). Dessa forma, a quantificação da taxa de reversibilidade 

do herbicida sorvido retornado a solução do solo é pertinente para pressupor o comportamento 

do herbicida no solo. 

O Brasil apresenta grande variabilidade de solo com distintas características químicas e 

físicas e, consequentemente, os herbicidas tendem a se comportar de modo diferenciado em 
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cada ambiente, alterando valores de sorção e dessorção nos diversos solos (SILVA et al., 

2019; AGBAOGUN & FISCHER, 2020). O desenvolvimento de modelos que possam estimar 

os valores de sorção e dessorção de um herbicida no solo, a partir de propriedades do solo de 

fácil determinação, pode ser uma alternativa para otimizar o uso de herbicidas. 

Uma ferramenta que tem sido aplicada com sucesso na modelagem ambiental são as 

redes neurais artificiais (RNAs) (TANG et al., 2009; CONFORTI et al., 2014; LIU et al., 

2019; JAHANI et al., 2021; MOSAFFAEI & JAHANI, 2021). As RNAs são eficazes tanto 

para as relações lineares quanto para relações não lineares, possuindo capacidade de aprender 

com um conjunto de dados experimentais para criar associações generalizadas para prever 

corretamente dados desconhecidos (MENDEZ et al., 2019).  

Prever a sorção e dessorção do herbicida nos solos por meio de modelos de máquina 

de aprendizagem pode ser uma alternativa viável para que produtores tenham acesso a 

informações sobre a adsorção do herbicida nos solos e, assim, auxiliar na tomada de decisão 

para uma dosagem desses produtos mais precisa na hora de se proceder a aplicação. Dessa 

forma, foram estabelecidos os seguintes objetivos: (i) determinar o coeficiente de sorção e 

dessorção do herbicida linuron em solos no Brasil para ser a informação base do estudo; (ii) 

construir e avaliar redes neurais artificiais com o intuito de prever a sorção e dessorção do 

herbicida linuron em solos com características físicas e químicas contrastantes. 
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REDES NEURAIS ARTIFICIAIS PARA ESTIMAR A SORÇÃO E DESSORÇÃO DO 

HERBICIDA LINURON EM SOLOS BRASILEIROS 

 

RESUMO 

Geralmente, o uso de herbicidas no Brasil segue as recomendações do fabricante, 

que, por diversas vezes, não levam em consideração os atributos do solo. Modelos estatísticos 

que incluem as propriedades físico-químicas do solo envolvidas nos processos de retenção do 

herbicida poderão possibilitar maior precisão na tomada de decisão da dose do herbicida. 

Neste estudo, foi avaliado o potencial de redes neurais artificiais (RNAs) para prever a sorção 

e dessorção do herbicida linuron em solos brasileiros com diferentes atributos. Modelos de 

RNAs e perceptron multicamadas (MLP) foram construídos para predição da sorção e 

dessorção do herbicida linuron. As entradas das redes foram: pH, matéria orgânica (MO), 

argila, capacidade de troca catiônica (CTC) e saturação de bases (V); as saídas constituíram-

se dos coeficientes de sorção (Kfs e Qmax) e dessorção (Kfs). O desempenho do modelo foi 

avaliado pelo coeficiente de determinação (R2), erro relativo absoluto médio (RMSE), erro 

absoluto médio (MAE), erro médio de estimativa (MBE) e coeficiente de correlação de 

Pearson (r). As RNAs de melhor desempenho para predição do Kfs e Kfd foram formadas 

pelas variáveis pH, MO, CTC e argila; para predição do Qmax, a RNA constituiu-se das 

variáveis pH, MO e argila. As variáveis que apresentam maior importância relativa na 

construção do modelo para prever o coeficiente de sorção (Kfs) foram a CTC e MO. Na 

predição da capacidade máxima de sorção (Qmax), a MO foi a variável com importância mais 

elevada. O pH teve maior importância relativa na predição do Kfd. Sendo assim, é possível 

utilizar redes neurais artificiais para predizer a sorção e dessorção do herbicida linuron no 

solo, com base nos atributos do solo.  

 

Palavras-chaves: Validação cruzada. Herbicida no solo. Modelagem. Processos de retenção. 
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ARTIFICIAL NEURAL NETWORKS FOR ESTIMATING SORPTION AND 

DESORPTION OF THE HERBICIDE LINURON IN BRAZILIAN SOILS 

 

ABSTRACT 

 

Generally, the use of herbicides in Brazil follows the manufacturer's 

recommendations, which often do not consider soil attributes. Statistical models that include 

the physical-chemical properties of the soil involved in herbicide retention processes may 

enable greater precision in herbicide dose decision-making. This study evaluated the potential 

of artificial neural networks (ANNs) to predict the sorption and desorption of the herbicide 

linuron in Brazilian soils with different attributes. Multilayer perceptron (MLP) and ANN 

models were constructed to predict the sorption and desorption of the herbicide linuron. The 

inputs were: pH, organic matter (OM), clay, cation exchange capacity (CEC), and base 

saturation (V); the outputs were the sorption (Kfs and Qmax) and desorption (Kfs) 

coefficients. The model performance was evaluated by the coefficient of determination (R2), 

relative means absolute error (RMSE), mean absolute error (MAE), mean estimation error 

(MBE), and Pearson's correlation coefficient (r). The best performing ANNs to predict Kfs 

and Kfd were formed by the variables pH, OM, CEC, and clay; to predict Qmax, the ANN 

consisted of the variables pH, MO, and clay. The variables with greater relative importance in 

the construction of the model to predict the sorption coefficient (Kfs) were CTC and OM. In 

predicting the maximum sorption capacity (Qmax), OM was the variable with the highest 

importance. The pH had greater relative importance in predicting the Kfd. Thus, it is possible 

to use artificial neural networks to predict the sorption and desorption of the herbicide linuron 

in the soil based on the soil attributes. 

 

Keywords: Cross-validation. Soil herbicide. Modeling. Retention processes. 
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1 INTRODUÇÃO 

 

Dentre diversas alternativas para realizar o controle de plantas daninhas, o uso de 

herbicidas tem sido a estratégia mais utilizada na agricultura por apresentar maior eficiência, 

rapidez e menor custo ao produtor. Em cultivos de olerícolas, um dos principais herbicidas 

utilizados é o linuron (3-(3,4-dichlorophenyl)-1-methoxy-1-methylurea). Este herbicida 

possui moderada solubilidade em água a 20°C, 63,8 mg L-1, apresentando um coeficiente de 

partição octanol-água (log Kow) igual a 3,0. Em condições de campo, a meia-vida do linuron 

pode variar entre 30 e 150 dias, de acordo com o tipo de solo, com meia-vida média estimada 

de 60 dias (MAHARAJ, 2020; UKALSKA-JARUGA et al., 2020; PPDB, 2022).  

Assim como para qualquer herbicida registrado no Brasil, a definição da dose para 

aplicação do linuron para o controle de plantas daninhas tem sido realizada com base na bula 

comercial do produto. Nas aplicações em pré-emergência, que ocorrem diretamente no solo e 

imediatamente antes ou após o plantio da cultura, a dose é baseada na textura do solo 

(granulometria), sendo separadas em solos leves, médios e pesados (GUNDY & DILLE, 

2021). Essa forma de recomendação é antiga e pode causar a sub ou superdosagem, o que 

acarreta uma menor eficiência no controle das plantas daninhas ou um maior custo de 

produção e um maior impacto ambiental, respectivamente. Dessa forma, torna-se essencial o 

conhecimento das interações entre herbicidas e solo como forma de adequar o uso desses 

produtos às particularidades de cada ambiente de cultivo. 

Para melhor entender o comportamento do linuron nos diferentes tipos de solo com 

propriedades diversas e, consequentemente, fazer uso do herbicida com maior precisão, pode-

se avaliar a sorção e dessorção do herbicida a partir das propriedades físico-químicas do solo, 

visto que esses processos são afetados pelas variações de cada atributo do solo, bem como do 

próprio herbicida (AGBAOGUN & FISCHER, 2020). Entretanto, dada a vasta extensão 

territorial do Brasil, que possui solos com grande variabilidade quanto às suas propriedades 

mineralógicas, físicas, químicas e biológicas, determinar os coeficientes de sorção e dessorção 

em todas as condições de cultivo é praticamente inviável.  

Uma alternativa para otimizar o uso de herbicida é a construção de modelos de 

medição baseados em dados reais de estudos para predizer a sorção e dessorção do herbicida 

no solo (DOS SANTOS et al., 2019; SILVA et al., 2019; DAS CHAGAS et al., 2020; 

BORGES et al., 2022). Esses modelos podem estabelecer uma relação entre a sorção ou 

dessorção do herbicida no solo e suas propriedades físicas e químicas que afetam a sorção e 

dessorção do herbicida, para que essas relações possam ser generalizadas e aplicadas em áreas 
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com solos com dados de sorção e dessorção desconhecidos (SILVA et al., 2019; BORGES et 

al., 2022). Dentre as propriedades do solo que influenciam o comportamento do herbicida, 

estão a matéria orgânica (MO), o potencial hidrogeniônico (pH), o teor de argila, a capacidade 

de troca catiônica (CTC) e a saturação de bases (V) (EL-NAHHAL et al., 2013; MARINHO 

et al., 2018; TAKESHITA et al., 2019).  

Uma abordagem eficiente, fácil de implementar e confiável são as redes neurais 

artificiais (RNAs). Estas têm sido amplamente utilizadas na modelagem ambiental 

(AITKENHEAD et al., 2012; TARASOV et al., 2018; BEUCHER et a., 2019; SILVA et al., 

2019). As RNAs possuem capacidade de detectar relações não lineares complexas, podendo 

identificar todas as interações possíveis entre as variáveis dependentes e independentes, 

reconhecendo padrões de comportamento de um conjunto de dados (MOUSTAFA et al., 

2018). A partir do treinamento dessas redes, em que elas aprendem com os dados fornecidos 

de estudos reais, pode-se estimar as variáveis dependentes. 

Partindo do princípio de que as características do solo estão ligadas à sorção e 

dessorção do herbicida no solo, levantou-se a hipótese de que é possível construir modelos de 

redes neurais artificiais (RNAs) para estimar os coeficientes de sorção e dessorção no solo do 

herbicida linuron em diferentes solos brasileiros. Nesse sentido, as RNAs foram alimentadas 

com variáveis simples e acessíveis, a saber, MO, pH, argila, CTC e V, buscando compreender 

a importância de cada variável para a modelagem da rede. Nesse estudo, foram estabelecidos 

os seguintes objetivos: (i) determinar o coeficiente de sorção e dessorção do herbicida linuron 

em solos no Brasil para ser a informação base do estudo; (ii) construir e avaliar redes neurais 

artificiais com o intuito de prever a sorção e dessorção do herbicida linuron em diferentes 

solos, a partir de características físicas e químicas do solo. 

 

2 MATERIAL E MÉTODOS 

2.1 Coleta e preparo das amostras  

O estudo de sorção e dessorção do herbicida linuron foi conduzido no Laboratório de 

Plantas Daninhas, localizado no Centro de Pesquisas Vegetais do Semiárido da Universidade 

Federal Rural do Semi-Árido, no município de Mossoró, Rio Grande do Norte, Brasil. As 

análises de sorção e dessorção foram avaliadas em duplicata por cromatografia líquida de 

ultra eficiência (UHPLC). 

As amostras de solos foram coletadas em distintas regiões do território brasileiro 

(Figura 2), totalizando 45 amostras, denominadas de S1 a S45 (Tabela 1). A coleta foi feita na 
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camada superficial (0-20 cm) após a limpeza da camada vegetal. As amostras foram secas ao 

ar e peneiradas em malha de 2 mm. Os atributos físicos e químicos (Tabelas 2 e 3) dos solos 

foram determinados pela metodologia apresentada por Silva (2009). A escolha desses solos 

foi realizada com base na representatividade dos tipos de solos mais comuns no Brasil e das 

variações de suas propriedades físico-químicas, locais sem histórico de aplicação de 

herbicidas, a fim de se obter um maior entendimento do efeito da interação herbicida-solo. 

 

Figura 2. Locais de coleta de 45 amostras de solo 

Fonte: Embrapa (2022). 
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Tabela 1. Local das amostras e posição geográfica das coletas de solos 

Estado  Cidade Identificação Coordenadas   

Alagoas  Maceió S1 9° 30' 25" S e 35° 39' 25" W 

 Maceió S2 9° 30' 25" S e 35° 39' 25" W 

 Maceió S4 9° 39' 21" S e 35° 44' 38" W 

Ceará Quixeré S5 5° 4' 44" S e 37° 48' 3" W 

Pernambuco Carpina S3 7° 50' 35" S e 35° 16' 21" W 

Rio Grande do Norte Mossoró S6 5 ° 3 ′ 58" S e 37 ° 24 ′ 3" W 

 Mossoró S7 5 ° 3 ′ 37 "S e 37 ° 24 ′ 14" W 

 Mossoró S8 5° 03′ 40” S e 37° 23′ 51” W 

 Pedro Velho S9 6° 25' 48" S e 35° 13' 28" W 

Paraná Iguatemi S10 23° 21' 07" S e 52° 04' 09" W 

 Maringá S11 23° 24' 21" S e 51° 49' 55" W 

 Paranavaí S12 23° 06' 22" S e 52° 30' 25" W 

Minas Gerais Rio Paranaíba S13 19° 13' 26" S e 46° 15' 4" W 
 Rio Paranaíba S14 19° 13' 17" S e 46° 14' 42" W  
 Rio Paranaíba S15 19° 13' 1" S e 46° 15' 10" W 
 Rio Paranaíba S16 19° 12' 49" S e 46° 14' 52" W 
 Rio Paranaíba S17 19° 12' 59" S e 46° 13' 47" W 
 Rio Paranaíba S18 19° 13' 21" S e 46° 14' 10" W  
 Rio Paranaíba S19 19° 13' 19" S e 46° 13' 30" W  
 Rio Paranaíba S20 19° 13' 30" S e 46° 13' 23" W 
 Rio Paranaíba S21 19° 13' 18" S e 46° 13' 10" W 
 Rio Paranaíba S22 19° 12' 41" S e 46° 13' 48" W 
 Rio Paranaíba S23 19° 12' 56" S e 46° 14' 4" W 
 Rio Paranaíba S24 19° 12' 50" S e 46° 14' 16" W  
 Rio Paranaíba S25 19° 12' 43" S e 46° 14' 21" W 
 Rio Paranaíba S26 19° 12' 31" S e 46° 14' 17" W 
 Rio Paranaíba S27 19° 12' 19" S e 46° 14' 9" W 
 Rio Paranaíba S28 19° 12' 9" S e 46° 13' 47" W 
 Rio Paranaíba S29 19° 11' 56 "S e 46° 13' 42" W 
 Rio Paranaíba S30 19° 12' 25" S e 46° 13' 31" W  

Goiás Uruaçu S31 14° 38' 14" S 49° 10' 30" W 

 Uruaçu S32 14° 39' 54" S e 49° 12' 21" W 

 Mineiros S33 17° 65' 20" S e 52° 78' 81" W 

 Mineiros S34 17° 37' 55" S e 52° 86' 64" W 

 Santo Antônio S35 17° 87' 72" S e 47° 40' 48" W 

 Cristalina S36 19° 75' 90" S e 47° 74' 72" W 

 Cristalina S37 16° 85' 36" S e 47° 67' 21" W 

 Bom Jesus S38 18° 19' 63" S e 49° 81' 13" W 

 Catalão S39 18° 24' 16" S e 47° 93' 70" W 

 Caldas Novas S40  17° 64' 16" S e 48° 56' 77" W 

 Goiatuba S41 17° 95' 76" S e 49° 57' 53" W 

 Morrinhos S42 11° 82' 61" S e 48° 94' 93" W 

 Piracanjuba S43 17° 35' 53" S e 48° 85' 86" W 

 Itumbiara S44 18° 42' 13" S e 49° 30' 34" W 

  Rio Verde S45 17° 45' 45" S e 50° 51' 12" W 

S1 a S45 - Identificação das amostras de solo. 
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Tabela 2. Atributos químicos das amostras dos solos utilizadas no experimento 

Solos 
pH  Ca+2 Mg+2 Al+3 H++Al+3 CTC K+ P  MO V M 

(água) -------------(cmolc dm-3)---------------- -(mg dm-3)- (dag dm-3) --------%------ 

S1 4,15 2,98 0,70 0,30 9,08 13,71 180,66 35,63 3,41 28,00 11,00 

S2 6,26 4,95 2,07 0,00 7,92 15,95 174,64 33,65 2,72 50,00 0,00 

S3 4,64 1,52 2,82 0,50 11,88 16,78 34,03 0,71 6,64 30,00 9,00 

S4 5,84 1,37 1,77 0,00 5,45 8,87 108,13 0,91 1,77 38,52 0,00 

S5 6,53 5,43 2,94 0,00 4,95 13,57 97,04 2,29 1,51 63,51 0,00 

S6 4,43 0,50 1,37 0,40 4,13 6,43 21,98 0,12 0,58 36,00 15,00 

S7 4,58 0,86 0,85 3,30 5,45 7,60 28,00 0,25 0,73 28,00 60,00 

S8 5,08 3,50 0,64 0,50 5,78 10,47 64,16 1,70 1,34 45,00 10,00 

S9 5,50 1,44 1,29 0,90 3,96 6,97 108,13 2,62 0,78 43,16 23,04 

S10 5,20 6,89 2,77 0,08 5,35 15,60 230,10 0,08 1,46 65,70 0,77 

S11 5,30 1,90 0,55 0,15 3,40 5,91 25,10 14,32 0,45 42,54 5,63 

S12 6,30 4,15 1,20 0,00 2,50 8,12 105,30 16,62 1,85 69,20 0,00 

S13 6,90 6,40 1,90 0,00 0,40 9,01 123,00 64,40 2,00 95,60 0,00 

S14 6,20 5,50 2,50 0,00 3,60 11,99 152,00 48,30 3,20 70,00 0,00 

S15 6,50 4,00 2,00 0,00 3,10 9,32 85,00 112,00 2,30 66,70 0,00 

S16 6,80 5,40 2,10 0,00 0,50 8,29 114,00 10,10 2,80 94,00 0,00 

S17 6,30 5,90 2,10 0,00 5,00 13,37 144,00 108,10 3,80 62,60 0,00 

S18 5,30 1,50 0,90 0,10 4,70 7,39 115,00 3,20 2,10 36,40 3,60 

S19 5,60 2,60 0,90 0,10 5,00 8,75 96,00 9,40 2,40 42,90 2,60 

S20 5,30 5,80 2,90 0,60 12,00 21,00 118,00 19,00 6,60 42,90 6,20 

S21 5,90 4,10 2,10 0,00 4,80 11,32 127,00 20,40 2,90 57,60 0,00 

S22 6,30 6,80 2,70 0,00 4,90 15,18 306,00 16,10 4,10 67,70 0,00 

S23 6,40 5,80 2,50 0,00 1,80 10,51 162,00 74,20 2,80 82,90 0,00 

S24 6,50 5,20 2,00 0,00 3,40 11,09 190,00 84,70 3,20 69,30 0,00 

S25 6,70 6,10 2,10 0,00 2,80 11,43 168,00 70,50 3,20 75,50 0,00 

S26 6,90 8,40 2,50 0,00 1,20 12,53 170,00 85,40 3,60 90,40 0,00 

S27 6,60 6,60 2,50 0,00 2,50 12,07 182,00 84,50 3,10 79,30 0,00 

S28 6,50 5,30 1,80 0,00 4,90 12,26 102,00 82,70 3,10 60,00 0,00 

S29 6,40 3,90 1,10 0,00 3,40 8,60 77,00 8,90 3,30 60,50 0,00 

S30 6,50 3,60 1,20 0,00 2,80 7,74 54,00 7,60 2,70 63,80 0,00 

S31 6,80 5,32 1,35 0,01 0,33 7,43 158,00 24,80 3,71 95,56 0,14 

S32 5,10 3,59 1,12 0,01 5,45 10,53 140,00 29,50 3,98 48,27 0,20 

S33 5,10 3,25 1,23 0,01 4,62 9,37 102,00 14,60 3,69 50,70 0,21 

S34 5,60 4,28 1,20 0,01 2,64 8,59 180,00 14,00 3,71 69,26 0,17 

S35 4,90 1,90 0,44 0,01 4,79 7,24 43,00 3,70 2,61 33,90 0,41 

S36 5,80 6,02 1,31 0,01 3,80 11,46 126,00 6,90 5,08 66,89 0,13 

S37 4,70 1,84 0,50 0,05 4,62 7,20 95,00 3,40 3,01 35,86 1,90 

S38 4,50 1,43 0,18 0,15 4,13 5,85 41,00 1,10 1,31 29,48 8,00 

S39 4,30 1,98 0,39 0,15 6,93 9,39 38,00 9,40 3,27 26,22 5,74 

S40 5,10 5,56 1,36 0,10 8,09 16,09 420,00 74,90 4,75 49,75 0,12 

S41 5,50 4,47 1,01 0,10 2,97 9,10 245,00 28,90 2,61 67,37 0,16 

S42 6,40 5,70 1,09 0,10 1,49 9,24 360,00 67,80 4,75 83,93 0,13 

S43 5,70 5,47 1,12 0,10 2,81 9,72 127,00 21,90 4,44 71,15 0,14 

S44 5,50 5,32 0,96 0,10 3,80 10,48 157,00 4,60 2,88 63,77 0,15 

S45 6,10 4,58 1,51 0,10 2,48 8,72 54,00 2,70 4,59 71,61 0,16 

Média 5,74 4,20 1,55 0,18 4,35 10,49 132,18 29,48 3,00 58,25 3,66 

Potencial hidrogeniônico (pH); cálcio (Ca+2); magnésio (Mg+2); alumínio (Al+3); acidez potencial (H+ + Al+3); 

potássio (K+); fósforo (P); matéria orgânica (MO); capacidade de troca catiônica (CTC); saturação por bases (V); 

saturação por alumínio (m). Análises realizadas segundo a metodologia de Silva (2009). 



28 
 

 

Tabela 3. Análise granulométrica da camada de 0 – 20 cm dos solos utilizados no 

experimento 

Solos 
Argila Silte Areia 

Classe Textural  
--------------------g kg-1----------------- 

S1 50,00 28,00 22,00 Argila 

S2 50,00 28,00 22,00 Argila 

S3 43,00 8,00 49,00 Argilo Arenoso 

S4 24,60 11,70 63,70 Franco Argilo Arenosa 

S5 37,30 14,30 48,40 Argilo Arenosa 

S6 23,00 20,00 57,00 Franco Argilo Arenosa 

S7 20,00 2,40 77,60 Franco Argilo Arenosa 

S8 9,00 4,30 86,70 Areia Franca 

S9 2,00 5,00 93,00 Areia 

S10 83,20 8,50 8,30 Muito Argilosa 

S11 20,70 1,20 78,10 Franco Argilo Arenosa 

S12 12,40 2,60 85,00 Areia Franca 

S13 20,45 22,57 56,98 Franco Argilo Arenosa 

S14 38,37 31,44 30,19 Franco Argilosa 

S15 45,88 29,78 24,34 Argila 

S16 47,77 26,81 25,42 Argila 

S17 38,33 31,73 29,94 Franco Argilosa 

S18 39,30 32,50 28,20 Franco Argilosa 

S19 56,77 24,91 18,31 Argila 

S20 63,08 31,59 5,32 Muito Argilosa 

S21 35,02 33,10 31,88 Franco Argilosa 

S22 27,69 36,04 36,27 Franco Argilosa 

S23 40,76 30,89 28,35 Argila 

S24 57,50 27,75 14,75 Argila 

S25 39,53 24,61 35,86 Franco Argilosa 

S26 41,30 22,71 35,99 Argila 

S27 47,76 37,97 14,27 Argila 

S28 34,28 21,28 44,44 Franco Argilo Arenosa 

S29 55,69 23,75 20,56 Argila 

S30 54,14 21,66 24,19 Argila 

S31 31,20 10,00 58,80 Franco Argilo Arenosa 

S32 37,90 6,70 55,50 Argila Arenosa 

S33 44,50 10,00 45,50 Franco Argilo Arenosa 

S34 36,20 10,00 53,80 Franco Argilo Arenosa 

S35 32,90 8,30 58,80 Franco Argilo Arenosa 

S36 34,50 10,00 55,50 Franco Argilo Arenosa 

S37 36,20 5,00 58,80 Argila Arenosa 

S38 36,20 8,30 55,50 Argila Arenosa 

S39 36,20 10,00 53,80 Argila Arenosa 

S40 61,20 10,00 28,80 Muito Argilosa 

S41 31,20 6,60 62,10 Franco Argilo Arenosa 

S42 27,90 6,70 65,50 Franco Argilo Arenosa 

S43 37,90 6,70 55,50 Argila Arenosa 

S44 47,90 10,00 42,10  Argila 

S45 41,20 10,00 48,80 Argila Arenosa 
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2.2 Reagentes 

 Os reagentes utilizados foram de grau analítico e HPLC. O padrão do herbicida 

linuron foi adquirido da empresa Sigma-Adrich, em Saint Louis, MO, EUA, com pureza de 

99,7%. Uma solução estoque de linuron foi preparada na concentração de 1000 mg L-1 em 

acetonitrila. A soluções de trabalho foram preparadas mediante a diluição da solução estoque 

em CaCl2 10 mmol L-1 em solução aquosa. 

 

2.3 Condições cromatográficas e de espectrometria de massa  

O UHPLC (cromatografia líquido de ultra performance) Nexera X2 (Shimadzu, Tóquio, 

Japão) é equipado com duas bombas LC ‐ 30AD, um desgaseificador DGU – 20A5R, um auto 

‐ sampler Sil ‐ 30AC, um forno de coluna CTO ‐ 30AC e um CBM −20A controlador. A 

separação ocorreu em uma coluna Restek (Pinnacle DB AQ C18 de tamanho 50 x 2,1 mm, 

com partículas de 1,9 μm). A operação do cromatográfico ocorreu com um fluxo de 0,20 mL 

min-1, volume de injeção de 5 μL e as temperaturas do amostrador e do forno da coluna foram 

de 15 e 40 °C, respectivamente. A fase móvel A (água grau HPLC com 0,1% de ácido 

fórmico) e fase móvel B (acetonitrila grau HPLC). A eluição ocorreu de forma isocrática com 

75% de B.  

O espectrômetro de massa triplo quadrupolo da série LCMS-8040 (Shimadzu, Tóquio, 

Japão) com fonte de ionização por eletrospray (ESI) foi operado em modo de ionização 

positiva. Os parâmetros para o monitoramento de reações múltiplas (MRM) estão resumidos 

no apêndice I. A tensão de interface foi ajustada para 4,5 kV, a temperatura da linha de 

dessolvatação foi de 250°C, fluxo de gás nitrogênio de nebulização com 3 L min-

1; temperatura do bloco de 400°C, fluxo de gás nitrogênio de secagem com 15 L min-1; gás 

argônio de colisão com pressão de 230 kPa. 

 

2.4 Determinação do coeficiente de sorção (Kfs) e dessorção (Kfd)  

A sorção do herbicida nas amostras de solo foi avaliada pelo método “batch 

equilibrium” OECD (2000). O ensaio foi conduzido em duplicata, utilizando soluções de 

trabalho preparadas nas concentrações 0,04; 0,08; 0,12; 0,16; 0,20; e 0,24 mg L-1, a partir da 

solução estoque, em CaCl2 10 mmol L-1, definidas com base na maior dose comercial 

recomendada para o produto comercial. 

No ensaio de sorção do linuron, foi adicionada uma alíquota de 10 ml de solução de 
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trabalho em tubos Falcon contendo 2,00 g de solo isento de herbicida. Em seguida, esses 

tubos foram agitados verticalmente a 25 ºC ± 2 ºC por 13 horas (horas estabelecidas para o 

tempo de equilíbrio). Posteriormente, as amostras foram centrifugadas a 3.600 rpm durante 5 

minutos. Em seguida, parte do sobrenadante foi retirada e filtrada em membrana de nylon de 

0,22 μm para “vials” de 1,5 mL. A concentração de linuron das amostras contidas nos “vials” 

foi quantificada por UHPLC. 

As concentrações do herbicida sorvidas aos solos (Cs e Qs), em mg kg-1, foram 

calculadas por diferença entre a concentração na solução padrão inicialmente adicionada ao 

solo e a quantidade encontrada na solução de equilíbrio analisada. Para a interpretação do 

processo de sorção, os valores de Ce e Cs foram ajustados pelas isotermas de Freundlich 

(Equação 1), bem como os valores de Qs e Ce pelas isotermas de Langmuir (Equação 2).  

Equação (1):  

 Onde:  Cs = Quantidade de herbicida sorvido ao solo (mg kg-1) 

Kf s= Capacidade de sorção  

Ce = Quantidade de herbicida na solução de equilíbrio (mg L-1) 

1/n = Constante que caracteriza a não linearidade isotérmica 

 

Equação (2):  

Onde:  Qs = Quantidade de herbicida sorvido ao solo (mg kg-1) 

Qmax= É a quantidade máxima de herbicida adsorvido (mg kg-1)  

KL = É o coeficiente de adsorção de Langmuir (L mg-1) 

Ce = Quantidade de herbicida na solução de equilíbrio (mg L-1) 

 

O ensaio de dessorção foi conduzido retirando todo o sobrenadante presente nas 

unidades experimentais após o ensaio de sorção. Em seguida, os tubos Falcon foram deixados 

em repouso de forma inclinada por quatro horas para garantir que todo o sobrenadante fosse 

drenado. Posteriormente, foi adicionada aos tubos Falcon uma alíquota de 10 ml de solução 

de CaCl2 10 mmol L-1 isenta de herbicida. Para a homogeneização do solo com a solução, 

colocou-se os tubos Falcon em um agitador vórtex por 10 segundos. As amostras foram 

submetidas a agitação vertical pelo mesmo tempo, no qual foram feitos os ensaios de sorção 

por 13 horas, a uma temperatura de 25 ºC ± 2 ºC e centrifugados a 3.600 rpm durante 5 

minutos. Após a centrifugação, o sobrenadante foi retirado e filtrado em membrana de nylon 
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de 0,22 μm para “vials” de 1,5 mL. As amostras contidas nos “vials” foram analisadas por 

UHPLC para quantificar a concentração do herbicida. 

A quantificação do herbicida que permaneceu sorvido ao solo (Cs), em mg kg-1, após o 

processo de dessorção, foi realizada a partir da diferença entre a concentração do herbicida no 

solo, antes das etapas de dessorção, e a concentração na solução de equilíbrio. Os valores de 

Cs e Ce resultantes do ensaio de dessorção foram ajustados pela equação (3) de Freundlich. 

Equação (3):  

Onde:  Cs = Quantidade de herbicida sorvido ao solo (mg kg-1) 

Kf d= Capacidade de sorção  

Ce = Quantidade de herbicida na solução de equilíbrio (mg L-1) 

1/n = Constante que caracteriza a não linearidade isotérmica 

 

2.5 Redes neurais artificiais (RNAs) 

 Modelos de RNAs, com rede perceptron multicamadas (MLP), foram construídos para 

predição da sorção e dessorção do herbicida linuron em diferentes solos, baseando-se nos 

atributos físicos e químicos destes. Esses modelos estatísticos utilizam uma aprendizagem não 

supervisionada denominada de Broyden–Fletcher–Goldfarb–Shanno durante a fase de 

treinamento. A MLP criada possui três camadas principais (entrada, oculta, saída) de 

neurônios com funções de ativação lineares e não lineares (TAYEBI et al., 2019). A relação 

funcional entre as entradas e saídas é estabelecida por meio de uma rede de pesos sinápticos 

(TARASOV et al., 2018). 

Uma das camadas principais, entrada, são variáveis utilizadas para a criação dos 

modelos de redes neurais. As entradas utilizadas neste estudo foram os atributos físico-

químicos do solo pH, matéria orgânica (MO), argila, capacidade de troca catiônica (CTC) e 

saturação por bases (V) (Tabela 4). As saídas das RNAs foram o coeficiente de sorção e 

dessorção do herbicida linuron. 

Três saídas foram definidas nas RNAs: uma saída considerando o coeficiente de 

sorção ajustado pela equação de Freundlich (Kfs); uma saída considerando o coeficiente de 

dessorção ajustado pela equação de Freundlich (Kfd); e uma saída considerando o coeficiente 

de sorção ajustado pela equação de Langmuir (Qmax). 

As RNAs foram aplicadas utilizando o software Statistica®, versão 14.0. Na aplicação 

do software, pede-se os 5 melhores modelos para que seja selecionado o melhor para cada 
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saída estabelecida. Foram testadas, ainda, RNAs considerando diferentes funções de ativação 

para entrada, bem como para saída.  

Para se obter uma estimativa mais precisa do modelo, foi aplicada a técnica de 

validação cruzada k-fold, uma vez que se recomenda seguir tal procedimento em caso de 

conjunto de dados relativamente pequeno (BALDO et al., 2019). Realiza-se, aqui, a divisão 

do conjunto total das amostras de solo em k partições (folds); neste caso, 10. Em cada um dos 

10 folds, realiza-se a divisão dos 45 solos em um subconjunto com 9 solos para teste, que 

permanecem os mesmo em cada fold; um subconjunto de 32 solos para treinamento; e um 

subconjunto de 4 solos para validação (Figura 2). 10 modelos são treinados e validados em 

uma combinação exclusiva de treinamento e validação. Cada fold produz um modelo que 

pode prever o coeficiente de sorção e dessorção do herbicida no solo. A partir desses 10 

modelos treinados, com base em sua perda de validação, avalia-se o modelo obtido no 

conjunto de teste (NGUYEN et al., 2019).  

 

Figura 3. Esquema para validação cruzada de 10 folds. Um conjunto de teste é realizado a 

partir do procedimento de validação cruzada, que é usado para testar o melhor modelo de 

desempenho. Fonte: Inspirado em NGUYEN et al. (2019). 

 

O desempenho das RNAs para predição dos coeficientes de sorção e dessorção do 

linuron nos solos foi avaliado por seus valores de precisão e erro. Os critérios de avaliação de 

desempenho dos modelos foram coeficiente de determinação (R2), erro relativo absoluto 

médio (RMSE), erro absoluto médio (MAE), erro médio de estimativa (MBE) e coeficiente de 

correlação de Pearson (r). O R2 fornece a medida de variabilidade dos dados reproduzidos 

pelo modelo e os observados; o RMSE está relacionado ao desempenho a curto prazo das 



33 
 

 

correlações permitindo a comparação termo a termo dos desvios entre os valores observados e 

os calculados; e o MBE fornece informações sobre o desempenho a longo prazo, indicando se 

o modelo tem tendência a superestimar quando positivo, ou subestimar quando negativo. O r 

foi usado para testar a relação linear entre os valores medidos e calculados. Os valores de R2, 

RMSE, MAE, MBE e r foram obtidos através das Equações (4), (5), (6), (7) e (8), 

respectivamente, onde n é o número de observações, Yi é o valor de Kfs, Kfd ou Qmax 

aferido nos solos e i é o valor de Kfs, Kfd ou Qmax predito pelo modelo. 

Equação (4):  

Equação (5):  

Equação (6):  

Equação (7):  

Equação (8):  

A importância relativa de cada varável na predição do Kfs, Kfd e Qmax foi 

determinada por meio da análise de sensibilidade, que investiga como a variação na saída de 

um modelo numérico poder ser atribuída a variações de seus fatores de entrada (TENZA-

ABRIL et al., 2018). A sensibilidade global foi definida pelo valor do coeficiente de 

previsibilidade, conforme o cálculo de IOOSS & LEMAÍTRE (2015), no qual o coeficiente de 

previsibilidade corresponde à porcentagem de variabilidade de saída explicada pelo modelo 

de regressão linear (um valor de 1 significa um ajuste perfeito). 

 

3 RESULTADOS E DISCUSSÃO 

3.1 Uso de RNAs para predição do coeficiente de sorção de Freundlich (Kfs)   

Diferentes arquiteturas foram aplicadas para selecionar as RNAs com melhor 

desempenho para predição do Kfs. As propriedades do solo selecionadas para compor as 

entradas das redes foram pH, V, MO, CTC e teor de argila, devido à alta correlação dessas 

variáveis com a capacidade de sorção dos solos para herbicidas pertencentes ao grupo 
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químico das fenilureias (TANG et al., 2009; EL-NAHHAL et al., 2013; MARINHO et al., 

2018; TAKESHITA et al., 2019). O número de entradas consideradas foi variado com o 

intuito de buscar melhores arquiteturas de RNAs para predição. Esse procedimento também 

foi adotado para formação de RNAs para predição dos coeficientes de dessorção (Kfd) e 

sorção máxima (qmax). 

Todas as RNAs obtiveram valores de MBE próximos a 0, tanto para a fase de 

treinamento quanto para o teste, indicando que as RNAs criadas não demonstram nenhuma 

tendência para superestimar ou subestimar os valores de Kfs preditos (Tabela 4). Durante a 

fase de treinamento, as RNAs, considerando 5, 4 e 3 variáveis de entradas, apresentam bom 

desempenho com valores de R² e r superiores a 0,70 e 0,80, respectivamente. Enquanto a 

RNA com 2 variáveis de entrada (pH e MO) demonstrou performance inferior durante o 

treinamento (Figura 4 e Tabela 4). A redução do número de variáveis de entrada reduziu a 

capacidade de treinamento das RNAs. O aumento no número de entradas correlacionadas com 

a variável de saída em RNAs eleva os números de dimensões do modelo e a probabilidade 

desse modelo em se ajustar aos dados durante o treinamento (MEHTA et al., 2019). O maior 

número de variáveis de entrada também elevou o desempenho de uma RNA na fase de treino 

comparado a outras com menos entradas em modelos desenvolvidos para prever a umidade do 

solo a partir de outras propriedades físico-químicas do solo (YAMAÇ et al., 2020). 
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Figura 4. Gráficos de dispersão de valores de coeficiente de sorção (Kfs) observados e 

preditos para o herbicida linuron em diversos solos, obtidos pelas redes neurais artificiais 

(RNAs) durante a fase de treinamento, validação e teste. 
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Tabela 4. Desempenho das redes neurais artificiais (RNAs) durante as etapas de treinamento, 

validação e teste para estimar o coeficiente de sorção (Kfs) do herbicida linuron em diversos 

solos 

 Número de variáveis de entrada 

 5 4 3 2 

Função de ativação 

(camada oculta) 

Exponencial Logística Logística Tangente Hiperbólica 

Função de ativação 

(camada de saída) 

Tangente 

Hiperbólica 

Logística Tangente 

Hiperbólica 

Exponencial 

Arquitetura da rede 5 - 5 – 1 4 - 17 – 1 3 - 7 – 1 2 - 19 – 1 

Entrada pH; V; MO; 

CTC; Argila 

pH; MO; CTC; 

Argila 

pH; MO; Argila pH; MO 

Treinamento e Validação 

MBE 0,19 0,12 0,13 0,04 

MAE 5,20 5,79 6,06 7,41 

RMSE 7,51 8,14 8,20 9,25 

r 0,87 0,84 0,84 0,79 

R2 0,75 0,70 0,70 0,62 

Teste 

MBE -0,48 0,47 -0,35 0,16 

MAE 7,57 4,11 6,34 6,17 

RMSE 8,43 5,00 7,56 7,49 

r 0,51 0,87 0,57 0,55 

R2 0,20 0,72 0,36 0,37 

Potencial hidrogeniônico (pH); matéria orgânica (MO); capacidade de troca catiônica (CTC); 

saturação por bases (V); erro médio de estimativa (MBE); erro absoluto médio (MAE); erro relativo 

absoluto médio (RMSE); coeficiente de correlação de Pearson (r); coeficiente de determinação (R2). 

A RNA com 4 entradas (pH, MO, CTC e argila) demonstrou o melhor desempenho 

para predição do Kfs na fase de teste, alcançando valores de R² e r de 0,72 e 0,87 e MAE e 

RMSE de 4,11 e 5,00. As demais redes não apresentaram bom desempenho. As RNAs com 

baixo desempenho, criadas a partir de 5, 3 e 2 entradas, obtiveram valores de R² entre 0,20 e 

0,37, r entre 0,57 e 0,51, MAE entre 6,17 e 7,57, e RMSE entre 7,49 e 8,43 (Figura 4 e Tabela 

4). Mesmo as RNAs com 5 e 3 entradas demostrando bom desempenho durante a fase de 

treinamento (R² = 0,75 e 0,70), elas não estimaram com precisão dos casos durante a fase de 

teste (R² = 0,20 e 0,37). Esse comportamento é frequente em RNAs com overfitting (YEUNG 

et al., 2015; MEHTA et al., 2019). Ou seja, as RNAs com 5 e 3 entradas obtiveram uma alta 

taxa de aprendizagem a partir dos dados de treinamento, diminuindo a sua capacidade de 

generalização para outros conjuntos de dados durante a predição do Kfs. 

O baixo desempenho da RNA com 2 entradas pode estar associado à baixa capacidade 

de aprendizagem dessa rede durante o treinamento (R² = 0,62). Provavelmente, as variáveis 
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pH e MO, apesar de afetarem a sorção de herbicidas no solo, não foram capazes de captar 

toda a complexidade existente entre os diferentes tipos de solo e capacidade de sorção deles 

para o linuron. Por outro lado, a RNA criada a partir das variáveis de entrada pH, MO, CTC e 

teor de argila demonstrou boa capacidade de predição para os valores de Kfs durante a fase de 

treinamento e teste. Esse resultado sugere que essas variáveis, associadas a uma arquitetura 

com 17 neurônios na camada-oculta, permitiram à rede aprender padrões existentes entre os 

solos e a capacidade de sorção deles. Além disso, a RNA com 4 variáveis não apresentou 

overfitting durante o treinamento, uma vez que os valores de R² para a fase de treino e teste 

sofreram pouca variação (0,70 e 0,72, respectivamente). Consequentemente, a RNA com 4 

variáveis pode ser aplicada para estimar (com precisão superior a 70,0%) os valores de Kfs 

dos solos que não pertencem ao subconjunto de dados de treinamento. 

 

3.2 Uso de RNAs para predição do coeficiente de dessorção de Freundlich (Kfd) 

A RNAs com duas variáveis, pH e MO, apresentou baixo desempenho em relação às 

demais redes para predição dos valores de Kfd, com valores de R2 de 0,55 e 0,36, r 0,75 e 

0,59, MAE 4,83 e 6,15 e RMSE 6,20, e 8,00 para o treinamento e teste, respectivamente 

(Tabela 5). Similar aos modelos treinados para predição do Kfs, a adoção de 2 variáveis de 

entrada não permitiu um bom treinamento da rede a partir dos dados obtidos nos solos 

estudados, resultando em baixa capacidade preditiva durante a fase de teste. 

O uso de 3 e 4 variáveis elevou, gradativamente, o desempenho das RNAs durante o 

treinamento, aumentando os valores de R² para 0,63 e 0,71 e r para 0,80 e 0,85, 

respectivamente (Tabela 5). A RNA com 5 variáveis apresentou desempenho similar à RNA 

com 3 variáveis durante o treinamento (Figura 5), com valores de MAE, RMSE, R² e r 

próximos entre si. No entanto, as RNAs com 3 e 4 variáveis apresentaram diferenças de 

desempenho durante a fase de teste. A RNA com 4 variáveis, pH, MO, CTC e teor de argila, 

mostrou maiores valores de R² (0,62) e r (0,84) comparada à RNA com 3 variáveis (R² = 0,44 

e r = 0,62). A adição da variável CTC e o uso de funções de ativação (na camada oculta e 

saída) elevou a taxa de aprendizagem da rede, resultando em um modelo com melhor 

treinamento e maior capacidade de generalização para predição dos valores de Kfd a partir de 

um novo conjunto de dados. 
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Figura 5. Gráficos de dispersão de valores de coeficiente de sorção (Kfd) observados e 

preditos para o herbicida linuron em diversos solos, obtidos pelas redes neurais artificiais 

(RNAs) durante a fase de treinamento, validação e teste. 
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Tabela 5. Desempenho das redes neurais artificiais (RNAs) durante as etapas de treinamento, 

validação e teste para estimar o coeficiente de dessorção (Kfd) do herbicida linuron em 

diversos solos 

  Número de variáveis de entrada 

  5 4 3 2 

Função de ativação 

(camada oculta) Exponencial Exponencial Logística Logística 

Função de ativação 

(camada de saída) Logística Exponencial Logística 

Tangente 

Hiperbólica 

Arquitetura da rede 5 - 5 – 1 4 - 3 – 1 3 - 9 – 1 2 - 6 – 1 

Entrada pH; V; MO; CTC; 

Argila 

pH; MO; CTC; 

Argila 

pH; MO; Argila pH; MO 

Treinamento e Validação 

MBE 0,37 0,18 0,15 0,98 

MAE 4,22 5,74 4,44 4,83 

RMSE 5,46 8,10 5,58 6,20 

r 0,81 0,84 0,80 0,75 

R2 0,65 0,71 0,63 0,55 

Teste 

MBE -2,85 -2,58 -2,78 -2,94 

MAE 4,76 4,11 5,56 6,15 

RMSE 6,11 5,41 7,50 8,00 

r 0,80 0,84 0,62 0,59 

R2 0,63 0,62 0,44 0,36 

Potencial hidrogeniônico (pH); matéria orgânica (M.O); capacidade de troca catiônica (CTC); saturação por 

bases (V); erro médio de estimativa (MBE); erro absoluto médio (MAE); erro relativo absoluto médio (RMSE); 

coeficiente de correlação de Pearson (r); coeficiente de determinação (R2). 

Duas razões podem justificar a maior capacidade de predição do Kfd da RNA com 4 

entradas comparada à de 3 entradas, uma relacionada ao papel da CTC e outra referente às 

funções de ativação. A CTC indica a quantidade de cargas negativas presentes em um solo e 

esse fator influencia a adsorção de moléculas com regiões eletronegativas, tal como o linuron 

(AGBAOGUN & FISCHER, 2020). Dessa maneira, a adição da CTC como variável de 

entrada pode ter auxiliado a RNA a identificar padrões existentes entre os solos, a CTC e a 

dessorção do linuron. Além disso, a função de ativação exponencial acelera o aprendizado de 

RNAs e eleva, em muitos casos, uma maior precisão da rede (CLEVERT et al., 2015; et al. 

2020). Consequentemente, a adoção da função de ativação exponencial nas duas camadas 

(oculta e saída) na RNA com 4 variáveis melhorou a aprendizagem e o desempenho no 

treinamento.  

A RNA com 5 variáveis demonstrou menores valores para R² (0,65), r (0,81), MAE 

(4,22) e RMSE (5,46) comparada à RNA com 4 variáveis durante a fase de treinamento 
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(Tabela 5). Apesar do menor desempenho das redes com 3 variáveis no teste, essa RNA 

alcançou níveis de desempenho próximos à rede com 4 variáveis durante o treinamento, com 

valores de R² e r de 0,63 e 0,80 (Tabela 5). Provavelmente, a rede com 3 variáveis apresentou 

um pequeno overfitting durante o treinamento, limitando a capacidade dessa RNA em 

generalizar com maior precisão os dados do conjunto de teste. As RNAs treinadas e testadas 

demonstraram maior precisão para estimar a capacidade de sorção comparada à dessorção dos 

solos. Esse comportamento já foi observado por Silva et al. (2019) treinando e testando RNAs 

para estimar a capacidade de sorção e dessorção dos solos para os herbicidas hexazinone, 

diuron e sulfumeturon-methyl. MAMY et al. (2007), ao estudarem a dessorção e sorção de 

herbicidas em solo, constataram que mecanismos de sorção durante as avaliações de 

dessorção podem afetar o resultado analisado, diminuindo a precisão da avaliação analítica. 

Independentemente da precisão dos modelos para estimar os valores de Kfd, as RNAs 

obtiveram valores de MBE próximos a 0 na fase de treinamento. No entanto, esses modelos 

alcançaram valores negativos de MBE, entre -2,58 a -2,94, durante a fase de teste (Tabela 6). 

Esses resultados indicam que as RNAs treinadas tendem a subestimar os valores de Kfd 

quando aplicadas a um conjunto de dados não conhecidos pela rede. Valores subestimados de 

Kfd indicam que a rede determina uma maior dessorção do linuron no solo comparado ao 

valor real dessorvido. Do ponto de vista ambiental, essa tendência não é um problema, uma 

vez que a RNA estará sugerindo que a aplicação do linuron ao solo possui um maior potencial 

de lixiviação. Dessa maneira, a RNA com 4 variáveis pode ser integrada a modelagens 

ambientais que visam o uso mais seguro de herbicidas. 

 

3.3 Uso de RNAs para predição da capacidade máxima adsortiva (Qmax) 

 Os dados obtidos analiticamente também foram ajustados ao modelo de Langmuir 

para obtenção da capacidade máxima de adsorção dos solos para o herbicida linuron. O 

parâmetro da equação de Langmuir que permite essa inferência é o valor de Qmax (Equação 

2). Esse parâmetro indica a capacidade máxima de adsorção do herbicida por peso de 

adsorvente, no caso, o solo.  

 As RNAs com 5, 4 e 2 variáveis de entrada não apresentaram bom desempenho para a 

predição do Qmax no treinamento, com baixos valores para R² (de 0,15 a 0,49) e r (de 0,15 a 

0,71); e altos valores de MAE (variando entre 3013,07 a 3597,84) e RMSE (de 2851,82 a 

6398,65). A baixa performance dessas RNAs no treinamento resultou em baixa capacidade 

preditiva das redes durante o teste (Figura 6 e Tabela 6). A RNA com 3 variáveis de entrada 
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demonstrou maior capacidade preditiva comparada às demais RNAs no treinamento, 

alcançando valores de R², r, MAE e RMSE de 0,93, 0,83, 1850,6 e 2851,82, respectivamente 

(Figura 6 e Tabela 6). O melhor desempenho dessa RNA no treinamento resultou em maior 

capacidade preditiva durante a fase de teste comparada às demais redes, com valores de R², r, 

MAE e RMSE de 0,93, 0,63, 1306,26 e 1649,80 (Figura 6 e Tabela 6). 
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Figura 6. Gráficos de dispersão de valores de coeficiente de sorção máxima (Qmax) 

observados e preditos para o herbicida linuron em diversos solos, obtidos pelas redes neurais 

artificiais (RNAs) durante a fase de treinamento, validação e teste. 
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Tabela 6. Desempenho das redes neurais artificiais (RNAs) durante as etapas de treinamento, 

validação e teste para estimar a capacidade máxima de sorção (Qmax) do herbicida linuron 

em diversos solos 

  Número de variáveis de entrada 

  5 4 3 2 

Função de ativação 

(camada oculta) 

Tangente 

Hiperbólica 
Exponencial Logística Exponencial 

Função de ativação 

(camada de saída) 
Exponencial Exponencial Exponencial 

Tangente 

Hiperbólica 

Arquitetura da rede 5 - 10 – 1 4 - 3 – 1 3 - 7 - 1 2 - 9 – 1 

Entrada pH; V; MO; CTC; 

Argila 

pH; MO; CTC; 

Argila 

pH; MO; Argila pH; MO 

Treinamento e Validação 

BEM -650,00 -244,01 -1311,62 -190,36 

MAE 3027,45 3013,07 1850,60 3597,84 

RMSE 4971,18 6251,60 2851,82 6398,65 

r 0,71 0,44 0,93 0,39 

R2 0,49 0,19 0,83 0,15 

Teste 

MBE  -1181,60 709,85 -1079,49 1629,85 

MAE 1714,56 2159,30 1306,26 2722,93 

RMSE 1955,84 2517,03 1649,80 2968,26 

r 0,83 0,57 0,93 0,45 

R2 0,48 0,14 0,63 -0,20 

Potencial hidrogeniônico (pH); matéria orgânica (M.O); capacidade de troca catiônica (CTC); saturação por 

bases (V); erro médio de estimativa (MBE); erro absoluto médio (MAE); erro relativo absoluto médio (RMSE); 

coeficiente de correlação de Pearson (r); coeficiente de determinação (R2). 

As técnicas de modelagem por RNA para estimar a sorção do linuron no solo 

demonstraram melhor performance para estimar o Kfs que o Qmax. Esses resultados podem 

ser um reflexo da estimação menos precisa do modelo de Langmuir para o intervalo de 

concentrações de herbicida usados neste trabalho (Qmax variam de 598,54 a 39.350,86, ver 

APÊNDICE II). Apesar das concentrações representarem o intervalo de doses no qual o 

linuron é aplicado, elas foram baixas para saturarem os sítios de adsorção presentes nos 

coloides organominerais dos solos. Geralmente, as doses de herbicidas usadas em cultivos 

agrícolas não são capazes de saturar os sítios adsortivos (PEREIRA et al., 2016; PEREIRA et 

al., 2018; CORTEZ et al. 2019; DAS CHAGAS et al., 2019; SILVA et al., 2019; LANGARO 

et al., 2020; SOUZA et al., 2020; CARNEIRO et al., 2020; DAS CHAGAS et al., 2020; 

PAVÃO et al., 2021; PAVÃO et al., 2022; BORGES et al., 2022; SILVA et al., 2022). 

Consequentemente, os valores estimados de Qmax foram muito superiores ao máximo 

medido nas etapas analíticas. Esse fato pode ter gerado valores não reais da capacidade 
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máxima de adsorção do solo para o linuron, dificultando o aprendizado das redes para as 

interações existentes entre as propriedades do solo e a adsorção do herbicida. 

 

3.4 Análise de sensibilidade das RNAs com melhor desempenho  

 

 A análise de sensibilidade permite verificar a importância relativa de cada variável de 

entrada usada para criação da RNA (BELOUZ et al., 2022). A análise de sensibilidade foi 

aplicada às RNAs que demonstraram melhor desempenho durante o treinamento e teste para 

predição dos coeficientes Kfs, Kfd e Qmax. As RNAs escolhidas foram MLP com 4 variáveis 

de entrada para Kfs e Kfd e com 3 variáveis para Qmax (Figura 7). 

 

 

Figura 7. Análise de sensibilidade das redes com melhor desempenho para predição da 

sorção (Kfs e Qmax) e dessorção (Kfd), a partir de dados ajustados pela equação de 

Freundlich, e sorção máxima a partir de dados ajustados pela equação de Langmuir, do 

herbicida linuron em diferentes solos. *, **, ***, **** = primeira, segunda, terceira e quarta 

maior importância entre as entradas para formar os modelos de redes neurais artificiais. 

 

As variáveis com maior importância para construção das RNAs usada para predição 

do Kfs foram a CTC (40%), MO (36%), pH (13%) e argila (12%) (Figura 7). Outros estudos 

já observaram o papel da CTC e da MO sobre a sorção de herbicidas pertencentes ao grupo 

das fenilureias no solo (LIU et al., 1970; LIU et al., 2010; AGBAOGUN & FISCHER, 2020). 

Herbicidas pertencentes ao grupo químico das fenilureias, como o linuron, possuem regiões 

eletronegativas (região diclorobezeno) e positivas (região metilureia) capazes de interagir com 
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as cargas negativas do solo. Consequentemente, essa propriedade do solo teve forte influência 

na adsorção do linuron, resultando em alta importância para formação da RNA para predição 

do Kfs. O linuron possui maior afinidade a substâncias lipofílicas, exibindo um coeficiente de 

partição octanol-água de 3,0. Essa característica pode favorecer a adsorção do herbicida em 

regiões lipofílicas da MO (SHARIPOV et al., 2021), justificando a segunda maior 

importância da MO na composição da RNA para predição do Kfs.  

A RNA proposta para predição do Qmax apresentou a seguinte ordem de importância 

das variáveis: MO (79%), pH (14%) e argila (7%) (Figura 7). EL-NAHHAL et al. (2013), ao 

investigar a sorção do linuron em amostras de solo, concluíram que o carbono orgânico foi o 

principal fator que influenciou a sorção do linuron. Proporcionalmente, a MO tende a possuir 

um maior número de sítios para adsorção de herbicidas comparada aos coloides minerais do 

solo devido à complexidade de sua composição, permitindo o estabelecimento de ligações 

diversas como Van der Waals, eletrostática, dipolo-dipolo e dipolo-induzido (OLOLADE et 

al., 2014; WU et al., 2018; GARCÍA-DELGADO et al., 2020). Consequentemente, essa 

variável, geralmente, possui uma maior importância para definir a máxima capacidade do solo 

para adsorção de um herbicida. Essa importância da MO foi detectada pela RNA ao estimar o 

coeficiente Qmax. 

O pH foi a variável com maior importância (93%) para a construção da RNA para 

predição do Kfd (Figura 7). FONTECHA-CÁMARA et al. (2007) observaram que o herbicida 

diuron em pH abaixo de 6,0 possui um estado protonado. Esse comportamento, 

provavelmente, também é observado para o linuron, uma vez que tanto o diuron como linuron 

são herbicidas do grupo químico fenilureia (HAROON et al., 2021). A única diferença entre 

esses herbicidas é a presença do grupo metoxi (CH3O) na molécula do linuron comparada ao 

diuron. Dessa maneira, a mudança no pH pode ter forte influência no processo de dessorção 

da molécula de linuron nos solos. As variações de pH dos solos estudados podem mudar o 

estado protonado do linuron, favorecendo ou não a dessorção do herbicida. Por exemplo, o 

linuron pode assumir um estado não-protonado em solos com pH próximo a 6.0, reduzindo a 

sorção por atração eletrostática e a estabilidade da adsorção. Nesse cenário, as moléculas de 

linuron sorvidas ao solo retornam facilmente para o meio aquoso. Esse comportamento pode 

ser observado ao analisar os índices de histerese (1/nd e 1/ns). A maioria dos solos com pH 

6.0 apresentaram índices de histerese menor do que 1 (APÊNDICE II), ou seja, histerese 

negativa, confirmando a existência de maior dessorção do linuron nesses solos. 
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3.5 Uso de RNA como ferramenta para auxiliar na decisão para aplicação pré-

emergente do linuron 

 

 A recomendação para a aplicação em pré-emergência do linuron descrita na bula 

comercial desse produto (Afalon® 450 SC) sugere a divisão da dose em 3 níveis conforme o 

teor de argila no solo (granulometria). As doses variam entre 1 (solos de textura arenosa), 1,6 

(solos de textura média) e 2,2 (solos de textura argilosa). Esse critério pode causar erros 

durante a definição da dose aplicada, uma vez que ele considera apenas a argila como variável 

indireta para inferir a capacidade de sorção do solo. Por exemplo, o solo S24 tem 57,5% de 

argila e é classificado como argiloso, portanto, uma dose alta (2,2 L ha-1) deverá ser aplicada 

segundo a bula comercial do linuron. No entanto, esse solo possui a menor sorção entre os 

solos do grupo de teste (Tabela 7).  

O uso de doses maiores em solos com menor capacidade de sorção, como observado 

para os solos S24 e S31, pode elevar o risco de contaminação ambiental devido à maior 

concentração do herbicida disponível na solução do solo. Além disso, doses maiores sobre 

solos com menor capacidade de sorção podem afetar a seletividade do herbicida às culturas, 

tais como alho, cebola e cenoura, causando intoxicação sobre as plantas quando uma maior 

concentração do herbicida está na solução do solo. Além da superdosagem, a subdosagem 

também é um problema, como observado para o solo S36, uma vez que o controle de plantas 

daninhas pode ser ineficaz devido à quantidade insuficiente de herbicida aplicada ao solo. 
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Tabela 7. Avaliação entre as doses recomendadas a partir da bula comercial de produto à base 

de linuron (Afalon® 450 SC) e da RNA criada para predição do coeficiente de sorção (Kfs) 

para os solos do conjunto de teste 

Solo 
Kfs 

(observado) 

Kfs 

(Predito) 
M.O Argila 

Dose 

recomendada 

pela bula  

(L ha-1)¹ 

Dose 

recomendada 

pela RNA   

(L ha-1)² 

Comparação 

entre os métodos 

S5 40,61 35,51 1,51 37,3 1,6 1,6 Similar 

S12 32,45 31,06 1,85 12,4 1,0 1,6 Não similar 

S16 33,38 27,98 2,80 47,8 2,2 1,6 Não similar 

S20 35,16 36,51 6,60 63,1 2,2 1,6 Não similar 

S24 18,35 21,14 3,20 57,5 2,2 1,0 Não similar 

S30 28,61 28,38 2,70 54,1 2,2 1,6 Não similar 

S31 19,60 29,40 3,71 31,2 1,6 1,0 Não similar 

S36 45,29 41,02 5,08 34,5 1,6 2,2 Não similar 

S45 20,62 27,27 4,59 41,2 1,6 1,6 Similar 

Total aplicado (L ha-1) 16,2 13,8   
¹Dose recomendada a partir da bula (ADAPAR, 2022); ²Dose recomendada a partir do seguinte critério: Kfs < 

22,0 (dose baixa), 23,0 > Kfs < 40,0 (dose média), Kfs > 41,0 (dose alta).  

 

A predição indireta do coeficiente de sorção do solo, por meio de suas propriedades 

físico-químicas, pode ser uma alternativa para recomendação mais precisa do linuron, 

evitando os equívocos mencionados acima devido aos critérios adotados na bula comercial. 

Por exemplo, considerando o intervalo entre os valores de Kfs estimados pela RNA para 

definir níveis de dosagem do linuron. O critério adotado para recomendação de 3 níveis de 

dose do linuron nos solos foi subdividido em 3 classes, segundo o Kfs. As classes foram 

definidas como: Kfs < 22,0 (dose baixa), 23 > Kfs < 40,0 (dose média), Kfs > 41,0 (dose 

alta). O uso do critério baseado no Kfs do solo permitiu a recomendação de doses menores 

para solos com menor adsorção e doses maiores para solos com maior adsorção do linuron. 

De maneira geral, esse procedimento para recomendação das doses de aplicação do linuron 

reduziu a quantidade de herbicida usada comparada ao método via bula comercial, alcançando 

um valor de 15% na quantidade aplicada. 

A estimação do Kfs a partir de RNAs também pode permitir a adoção de um maior 

número de classes para recomendação de doses mais adequadas à capacidade de adsorção dos 

solos. A RNA para predição do Kfs apresentou um RMSE durante o teste equivalente a 5,00 

mg1-1/n kg-1 L1/n. Dessa maneira, a adoção de classes baseadas em uma variação similar ao 

RMSE permitiria a criação de até 11 níveis de doses para aplicação pré-emergente do linuron 

(Tabela 8). Esse procedimento pode aumentar a eficiência no uso desse herbicida, 

considerando, também, a precisão da RNA criada para predição do Kfs dos solos. 
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Futuramente, estudos visando a validação biológica dessas recomendações baseadas no 

coeficiente de sorção do solo estimado por modelos matemáticos podem viabilizar a adoção 

em larga escala para as diferentes culturas agrícolas. Uma vez validados, esses modelos 

também poderão integrar sistemas de agricultura de precisão para aplicação em taxa variável 

de herbicida, permitindo o controle eficaz de plantas daninhas com maior segurança para a 

cultura e o meio ambiente. 

 

Tabela 8. Novo critério proposto para recomendação de doses do linuron considerando os 

coeficientes de sorção (Kfs) estimados pela RNA 

Coeficiente de sorção (Kfs) estimado Dose do linuron (L ha-1) 

10 1,00 

15 1,12 

20 1,24 

25 1,36 

30 1,48 

35 1,60 

40 1,72 

45 1,84 

50 1,96 

55 2,08 

60 2,20 

 

 

4. CONCLUSÕES 

 

É possível construir redes neurais artificias eficientes, com base nos atributos do solo, 

para predição da sorção e dessorção do herbicida linuron em solos. Os atributos do solo com 

maior importância no processo preditivo da sorção do herbicida linuron são a matéria 

orgânica e a capacidade de troca catiônica e para predição da dessorção é o pH do solo. 
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CONSIDERAÇÕES FINAIS 

  

Neste estudo, as redes neurais artificiais foram treinadas e testadas quanto à sua 

capacidade de generalização para predizer a sorção e dessorção (Kfs e Kfd) do herbicida 

linuron, a partir de dados obtidos pela equação de Freundlich, e sorção do linuron, a partir de 

dados obtidos pela equação de Langmuir em diferentes solos, considerando como entrada os 

atributos químicos e físicos do solo. 

Os resultados demonstram que as redes neurais artificiais testadas foram capazes de 

predizer a sorção e dessorção com base nos atributos do solo, sendo eles, pH, matéria 

orgânica, capacidade de troca catiônica e argila, que são informações presentes em análises 

químicas do solo. O produtor, geralmente, já faz análises químicas de rotina para outros fins, 

portanto, são informações de fácil acesso pelo produtor e que não irão gerar um custo extra.  

O modelo construído durante esta pesquisa ainda necessita ser testado em relação ao 

controle de plantas daninhas, aplicando em bioensaios os resultados obtidos para fazer as 

adequações necessárias. Posteriormente, deve-se testar o modelo com os novos ajustes, após o 

bioensaio, em campo para aproximação da realidade do produtor rural. De posse desse 

conjunto de informações, o próximo passo é construir modelos para aplicativos que sejam 

alimentados com informações de fácil acesso para o agricultor, facilitando, assim, a tomada 

de decisão na dosagem do herbicida. 
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APÊNDICES 

APENDICE I 

Tabela 1. Parâmetros cromatográficos e de espectrometria de massas otimizados. 

Monitoramento por reações múltiplas (MRM); potencial de decomposição (DP); e energia de colisão (CE). 

      

 

Herbicida 

Tempo de 

retenção 

(min) 

Quantificação  Confirmação 

MRM transição 

m/z 

DP 

(V) 

CE 

(V) 

 

 

MRM transição 

m/z 

D 

(V) 

CE 

(V) 

Linuron 1,532 249,00˃182,10 -19 -16  249,00˃161,10 -29 -30 
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APÊNDICE II 

Tabela 2. Coeficientes de sorção (Kfs e Qmax) e dessorção (Kfd) de Freundlich e Langmuir 

para o herbicida linuron em solo Brasileiros, e atributos do solo 

Amostra 
Qmax Kfs 1/ns Kfd 1/nd H pH  MO CTC V Argila 

Langmuir --------------Freundlich--------------   dag/dm3 cmolc/dm3    -------%------ 

S1 3374,02 25,45 0,87 25,19 0,95 0,92 4,15 3,41 13,71 28,00 50,00 

S2 1343,62 24,24 0,73 13,75 0,81 0,90 6,26 2,72 15,95 50,00 50,00 

S3 1210,92 13,11 0,74 35,11 0,62 1,18 4,64 6,64 16,78 30,00 43,00 

S4 1370,59 8,56 0,82 11,74 0,84 0,98 5,84 1,77 8,87 38,52 24,60 

S5 1761,11 40,61 0,72 15,73 0,97 0,74 6,53 1,51 13,57 63,51 37,30 

S6 1223,08 6,65 0,83 9,21 0,84 0,99 4,43 0,58 6,43 36,00 23,00 

S7 713,86 6,93 0,76 6,50 0,71 1,06 4,58 0,73 7,60 28,00 20,00 

S8 1769,49 7,28 0,86 7,56 0,80 1,08 5,08 1,34 10,47 45,00 9,00 

S9 624,91 5,24 0,75 8,61 0,52 1,43 5,50 0,78 6,97 43,16 2,00 

S10 598,54 4,62 0,75 5,84 0,67 1,12 5,20 1,46 15,60 65,70 83,20 

S11 1992,84 19,64 0,83 23,62 0,98 0,85 5,30 0,45 5,91 42,54 20,70 

S12 6382,96 32,45 0,95 30,03 0,94 1,01 6,30 1,85 8,12 69,20 12,40 

S13 1571,25 29,91 0,73 22,40 0,94 0,77 6,90 2,00 9,01 95,60 20,45 

S14 4568,57 6,67 0,95 12,36 1,00 0,95 6,20 3,20 11,99 70,00 38,37 

S15 2545,36 20,23 0,85 21,96 0,84 1,01 6,50 2,30 9,32 66,70 45,88 

S16 4816,91 33,38 0,93 20,65 0,98 0,95 6,80 2,80 8,29 94,00 47,77 

S17 2942,79 37,16 0,81 29,23 0,90 0,90 6,30 3,80 13,37 62,60 38,33 

S18 1684,83 23,59 0,75 17,16 0,97 0,77 5,30 2,10 7,39 36,40 39,30 

S19 2238,68 16,42 0,85 22,14 0,93 0,91 5,60 2,40 8,75 42,90 56,77 

S20 1641,80 35,16 0,75 36,81 0,83 0,91 5,30 6,60 21,00 42,90 63,08 

S21 3576,54 44,12 0,85 34,85 0,96 0,89 5,90 2,90 11,32 57,60 35,02 

S22 18797,75 35,24 0,98 36,13 0,91 1,07 6,30 4,10 15,18 67,70 27,69 

S23 3727,05 36,84 0,88 25,97 0,98 0,91 6,40 2,80 10,51 82,90 40,76 

S24 3744,37 18,35 0,92 43,99 0,77 1,20 6,50 3,20 11,09 69,30 57,50 

S25 39350,86 12,50 1,00 19,85 0,96 1,04 6,70 3,20 11,43 75,50 39,53 

S26 2351,44 27,58 0,85 22,36 0,99 0,86 6,90 3,60 12,53 90,40 41,30 

S27 3947,86 12,01 0,91 16,12 0,97 0,94 6,60 3,10 12,07 79,30 47,76 

S28 2410,69 45,70 0,83 32,29 0,92 0,90 6,50 3,10 12,26 60,00 34,28 

S29 3417,04 33,35 0,87 23,24 0,99 0,88 6,40 3,30 8,60 60,50 55,69 

S30 2480,32 28,61 0,83 25,86 0,89 0,92 6,50 2,70 7,74 63,80 54,14 

S31 3824,11 19,60 0,87 16,83 0,98 0,89 6,80 3,71 7,43 95,56 31,20 

S32 2136,12 37,42 0,77 22,45 0,96 0,80 5,10 3,98 10,53 48,27 37,90 

S33 1909,03 20,48 0,81 21,20 0,97 0,83 5,10 3,69 9,37 50,70 44,50 

S34 4216,89 40,79 0,83 41,24 0,90 0,92 5,60 3,71 8,59 69,26 36,20 

S35 1573,76 41,83 0,74 29,45 0,84 0,88 4,90 2,61 7,24 33,90 32,90 

S36 6785,13 45,29 0,93 31,86 0,95 0,98 5,80 5,08 11,46 66,89 34,50 

S37 2422,47 49,54 0,83 20,11 0,94 0,89 4,70 3,01 7,20 35,86 36,20 

S38 1423,48 58,59 0,60 20,10 0,84 0,72 4,50 1,31 5,85 29,48 36,20 

S39 3653,69 45,47 0,89 34,64 0,85 1,05 4,30 3,27 9,39 26,22 36,20 

S40 11918,76 44,02 0,96 38,56 0,91 1,06 5,10 4,75 16,09 49,75 61,20 

S41 13265,77 41,35 0,97 20,32 0,98 0,99 5,50 2,61 9,10 67,37 31,20 

S42 7875,73 36,48 0,96 24,40 0,98 0,97 6,40 4,75 9,24 83,93 27,90 

S43 6932,69 45,15 0,92 26,17 0,92 1,01 5,70 4,44 9,72 71,15 37,90 

S44 3992,54 27,94 0,88 30,27 0,52 1,70 5,50 2,88 10,48 63,77 47,90 

S45 10559,76 20,62 0,99 24,55 0,94 0,95 6,10 4,59 8,72 71,61 41,20 

Média 4681,55 28,14 0,85 23,52 0,89 0,97 5,74 3,00 10,49 58,25 38,49 

1/n= Fator de linearidade de Freundlich; H= histerese; pH= potencial hidrogeniônico; MO= matéria orgânica; 

CTC= Capacidade de troca catiônica; V= saturação de bases. 


