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RESUMO 

 

A interação entre os herbicidas residuais (pré-emergentes) e o solo influenciam na eficiência do 

controle de plantas daninhas e a disponibilidade dessa substância para o meio.  O uso de 

métodos estatísticos possibilita a predição dos fenômenos que envolvem a retenção de 

herbicidas no solo, contribuindo para uma melhor eficiência do controle das plantas daninhas e 

auxiliam a minimizar os impactos ambientais. Assim, nesta pesquisa foram elaborados modelos 

de redes neurais artificiais (RNAs) para estimar o coeficiente de sorção para o herbicida 

diclosulam em solos brasileiros, baseando-se nas propriedades físicas e químicas do herbicida 

e dos solos. O coeficiente de sorção do herbicida foi definido em laboratório em ensaios com 

40 solos de diferentes propriedades. As entradas dos modelos de RNA, para estimar os 

coeficientes de sorção, foram os atributos dos solos e as saídas correspondiam aos coeficientes 

de sorção. Foram elaborados 5 modelos de RNAs com e sem métodos se seleção de variáveis, 

sendo empregados os métodos de seleção de feature selection e de análise fatorial. Aplicou-se 

o erro quadrático médio (MAE), o erro absoluto médio (MAE), o erro médio da estimativa 

(MBE) e a raiz quadrada do erro médio (RMSE), para mensurar a eficiência dos modelos. Deste 

modo, os métodos de seleção de variáveis se mostraram fundamentais na elaboração dos 

modelos de RNAs, simplificando o processamento dos dados. O método de seleção de variáveis 

mais eficiente para predição da sorção e dessorção do herbicida diclosulam em solos brasileiros 

foi o método de feature selection, cujas variáveis de maior importância para esse modelo foram: 

Argila, Ca2+, pH, Silte, Na+, CTC, Mg2+, P, para sorção. E para dessorção, foram Silte, m, Na+, 

Mg2+. 

Palavras-chave: comportamento de herbicida, capacidade de predição, feature selection, 

análise fatorial. 
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ABSTRACT 

 

The interaction between residual (pre-emergent) herbicides and the soil determines the 

efficiency of weed control and the availability of this substance to the environment. The use of 

statistical methods makes it possible to predict the phenomena that involve the retention of 

herbicides in the soil, contributing to a better efficiency in controlling weeds and helping to 

minimize environmental impacts. Thus, in this research models of artificial neural networks 

(ANNs) were elaborated to estimate the sorption coefficient for the diclosulam herbicide in 

Brazilian soils, based on the physical and chemical properties of the herbicide and the soils. 

The herbicide sorption coefficient was defined in the laboratory in tests with 40 soils of different 

properties. The inputs of the ANN models, to estimate the sorption coefficients, were soil 

attributes and the outputs corresponded to the sorption coefficients. Five ANN models were 

elaborated with and without variable selection methods, using the feature selection and factorial 

analysis methods. Mean square error (MAE), mean absolute error (MAE), mean estimate bias 

(BEM) and root mean square error (RMSE) were applied to measure the efficiency of the 

models. Thus, the variable selection methods proved to be fundamental in the development of 

ANN models, simplifying data processing. The variable selection method that proved to be 

most efficient for predicting the sorption and desorption of the herbicide diclosulam in Brazilian 

soils is the feature selection method, whose most important variables for this model were: Clay, 

Ca2+, pH, Silt, Na+, CTC, Mg2+, P, for sorption. For desorption, they were: Silt, m, Na+, Mg2+. 

Keywords: Herbicide behavior; Predictive ability; Feature selection; Factorial analysis. 
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INTRODUÇÃO GERAL 

O uso intensificado de agrotóxicos e afins na produção agrícola, objetiva o controle de 

pragas e doenças que afetam as plantas. Em 2021 no Brasil, a venda total de produtos 

formulados foi de aproximadamente 720 mil toneladas, sendo 56,63% desse total, corresponde 

a herbicidas, responsáveis pelo controle químico de plantas daninhas (IBAMA, 2022). 

A produção de soja é de grande importância no Brasil e no mundo, em razão da sua 

relevância e impacto nos aspectos econômicos, ambientais e sociais. Sua produção no Brasil é 

de cerca de 154.566,3 milhões de toneladas, com uma área plantada de 44.062,6 milhões de 

hectares e uma produtividade de 3.508 kg/ha (CONAB, 2023). Ela é uma Commodity de grande 

importância no cenário de exportações brasileiro, além de apresentar um elevado consumo 

interno, tanto na comercialização de grãos e subprodutos para ração e sementes, quanto na 

forma de produto industrializado como óleos, margarina e biodiesel (CARGIN et al., 2011; 

CARGIN, 2022) 

O manejo de plantas daninhas dessa cultura é majoritariamente realizado por meio da 

utilização de herbicidas, visto que apresentam uma elevada eficácia e custo relativamente baixo, 

fazendo com que o método químico seja o mais empregado na prática agrícola (OSTERHOLT 

et al., 2019). O uso do glifosato como principal método de controle de plantas daninhas, 

podendo ser empregado no manejo em pré-semeadura em sistemas de plantio direto e pós-

emergência das culturas RR, resultou na seleção de plantas daninhas resistentes, poucos anos 

após o início do uso do glifosato em larga escala e intensidade (BAUCOM, 2016; HEAP, 2023). 

Neste sentido, uma das estratégias de manejo consiste na aplicação de herbicidas em pré-

emergência, o que proporciona um aumento do espectro de controle, a redução do tamanho das 

plantas daninhas a serem tratadas em pós-emergência e melhora o controle durante o período 

crítico de competição (DAN et al., 2010). 

O diclosulam (N-(2,6-dichlorophenyl)-5-ethoxy-7-fluoro[1,2,4]triazolo[1,5c] 

pyrimidine-2-sulfonamide) pertencente ao grupo químico das sulfonanilidas, com mecanismo 

de ação inibidor da enzima acetolactato sintase (ALS), indicado para controle de plantas 

daninhas em pré-semeadura ou pré-emergência, é uma alternativa para o manejo e a prevenção 

de plantas daninhas que apresentam resistência ao glifosato (CONSTANTIN et al., 2018; 

LOPEZ-OVEJERO et al., 2019). Esse químico, apresenta hidrossolubilidade (124 ppm em pH 

7,0 e 117 em pH 5,0), coeficiente de partição octanol/água (Kow) de 1,42 e constante de 

ionização ácida (pKa) de 4,09 (SENSEMAN, 2007).  
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Esse herbicida, porém, possui custos mais elevados e pode ocasionar danos à cultura, 

dependendo do ambiente e principalmente das propriedades do solo, como textura, umidade do 

solo, teor de matéria orgânica, pH, atividade microbiana, temperatura (MONQUERO et 

al.,2013; LI et al., 2019). Em contrapartida, a eficiência desse herbicida também está 

relacionada ao seu comportamento e sua capacidade residual no solo (SANTOS et al., 2019).  

Para compreender o comportamento do herbicida no solo, para então assimilar os 

fenômenos de biodisponibilidade, mobilidade, degradação e a possibilidade de contaminação 

de outros compartimentos ambientais, é necessário primeiramente entender os processos de 

sorção de herbicida no solo. Considerando que esses processos variam de acordo com as 

propriedades físicas, químicas e biológicas do solo e também das propriedades físico-químicas 

do herbicida (BONFLEUR et al., 2015; MATTE, et al. 2021). 

O Brasil pela sua ampla capacidade territorial, apresenta uma diversidade de classes 

texturais de solo, assim o conhecimento das capacidades de sorção do herbicida em diversos 

solos, possibilita o desenvolvimento de estratégias para o manejo adequado das plantas 

daninhas e o uso seguro de herbicidas (RANI., 2019). Entretanto, tendo em vista essa infinidade 

de particularidades presentes em cada tipo solo, torna-se inviável a estimativa dos parâmetros 

de sorção de cada herbicida em cada um deles.  

As redes neurais artificiais correspondem a um algoritmo que simula o comportamento 

do cérebro humano de forma otimizada, sendo capaz de aprender e processar informações, 

classificando e gerando predições sobre um conjunto de dados de entrada, adaptando o 

processamento da entrada para que seja gerado o melhor resultado possível (MELLO; PONTI, 

2018; LIU; DENG; YANG, 2019). Uma das principais vantagens das RNAs sobre outros 

métodos, como o modelo clássico de regressão, é a sua habilidade em adicionar variáveis 

quantitativas de forma eficiente, além de detectar relações não lineares entre a variável de saída 

e as variáveis de entrada ao longo do processo de aprendizagem (MARTINS et al., 2016).  

 Reconhecendo que o processo de sorção de herbicida no solo depende das 

propriedades físico-químicas do solo e do herbicida, além de admitir que o Brasil, pais com 

elevada extensão territorial apresenta uma grande diversidade de solos, levantou-se a hipótese 

de que é viável criar modelos de redes neurais artificiais que realizem a estimativa do 

fenômeno de sorção para o herbicida diclosulam em solos brasileiros, considerando as 

características físico-químicas dos solos e do herbicida em estudo. Para validar a hipótese, 

objetivou-se com esse trabalho selecionar variáveis de entrada para construção de RNAs 

capazes de predizer com maior acurácia a sorção do diclosulam em solos brasileiros através 

da comparação dos valores simulados com os valores obtidos por HPLC.  
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REDES NEURAIS ARTIFICIAIS PARA ESTIMATIVA DA SORÇÃO DO 

HERBICIDA DICLOSULAM EM SOLOS  

 

RESUMO – As interações do herbicida diclosulam no solo podem ter diversos efeitos, 

incluindo impactos sobre a microbiota do solo, a qualidade da água subterrânea e superficial, a 

degradação do próprio herbicida e a saúde das culturas subsequentes. Dessa forma, 

compreender esses processos é fundamental para entender a disponibilidade e a mobilidade 

deste pesticida no ambiente. Os métodos estatísticos computacionais podem ser empregados na 

predição dos fenômenos que envolvem a retenção de herbicidas no solo, permitindo uma melhor 

eficiência do controle das plantas daninhas. Assim, nesta pesquisa foram desenvolvidos 

modelos de redes neurais artificiais (RNAs) para estimar os coeficientes de sorção e dessorção 

para o herbicida diclosulam em solos brasileiros, baseando-se nas propriedades físicas e 

químicas do herbicida e dos solos. Foram elaborados 5 modelos de RNAs, com diferentes 

variáveis de entradas, sendo essas entradas, os atributos dos solos, enquanto as saídas 

correspondiam aos coeficientes de sorção. Para avaliar a correlação entre os atributos do solo 

foi elaborado uma correlação de Pearson. Os modelos de RNAs, foram elaborados com e sem 

métodos se seleção de variáveis, usando feature selection e análise fatorial. O erro quadrático 

médio (MAE), o erro absoluto médio (MAE), o erro médio da estimativa (BEM) e a raiz 

quadrada do erro médio (RMSE), foram elaborados para estimar a acurácia dos modelos. De 

forma que o método de seleção de variáveis que apresentou maior eficácia para predição do 

herbicida diclosulam em solos foi o método de feature selection, cujas variáveis de maior 

importância para esse modelo foram: Argila, Ca2+, pH, Silte, Na+, CTC, Mg2+, P, para sorção e 

para dessorção, foram: Silte, m, Na+, Mg2+. 

Palavras-chave: redes neurais artificiais, comportamento do herbicida no solo, métodos de 

seleção de variáveis.  
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ARTIFICIAL NEURAL NETWORKS TO ESTIMATE THE SORPTION OF THE 

DICLOSULAM HERBICIDE IN SOILS 

 

ABSTRACT - As interactions of the herbicide diclosulam in the soil can have various effects, 

including impacts on soil microbiota, groundwater and surface water quality, herbicide 

degradation, and the health of subsequent crops. In this way, comprehending these processes is 

crucial for understanding the availability and mobility of this pesticide in the environment. 

Computational statistical methods can be used to predict the phenomena involving the retention 

of herbicides in the soil, thereby enhancing the efficiency of weed control. In this research, 

models of artificiais neurais networks (ANNs) were developed to estimate the sorption and 

desorption coefficients for the herbicide diclosulam in Brazilian soils, based on the physical 

and chemical properties of the herbicide and the soils. Five ANN models were elaborated, with 

different input variables, these inputs being the soil attributes, while the outputs corresponded 

to the sorption coefficients. To evaluate the correlation between soil attributes, a Pearson 

correlation was created. The ANN models were elaborated with and without variable selection 

methods, using feature selection and factorial analysis. Mean square error (MAE), mean 

absolute error (MAE), mean estimation bias (MBE) and root mean square error (RMSE) were 

calculated to estimate the accuracy of the models. Therefore, the variable selection method that 

presented the greatest effectiveness for predicting the herbicide diclosulam in soils was the 

feature selection method, whose variables of greatest importance for this model were: Clay, 

Ca2+, pH, Silt, Na+, CTC, Mg2+, P, for sorption. For desorption, they were: Silt, m, Na+, Mg2+. 

Keywords: Artificiais neurais networks; Herbicide behavior in soil; Variable selection 

methods. 
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1. INTRODUÇÃO 

 O herbicida diclosulam pertence ao grupo das triazolopirimidinas sulfonanilidas, 

responsável por controlar um amplo espectro de espécies dicotiledôneas, podendo também 

afetar o desenvolvimento de algumas espécies de gramíneas (TEIXEIRA SILVA et al., 2021). 

É perigoso ao meio ambiente e no Brasil está registrado para aplicação em lavouras de soja e 

cana-de-açúcar (OLIVEIRA, 2011; MAPA-BRASIL, 2021). O diclosulam inibe a acetolactato 

sintase (ALS), uma enzima fundamental na biossíntese de aminoácidos de cadeia ramificada 

em plantas, que contribuem para a síntese de energia para as plantas (TEIXEIRA SILVA et al., 

2021). Este herbicida apresenta atividade residual que pode causar toxicidade em plantas 

sensíveis (MATTE et al., 2019; TEIXEIRA SILVA et al., 2021). 

 O efeito residual do diclosulam pode variar de acordo com as condições de umidade, 

teor de argila e matéria orgânica do solo (LAVORENTI et al., 2003). O tempo de meia-vida do 

diclosulam pode chegar a 43 dias e sua degradação dá origem aos metabólitos 5-OH diclosulam, 

8-Cl diclosulam, ASTP, TPSA e TAAA (Zabik et al., 2001). Algumas culturas de outono não 

podem ser plantadas imediatamente após a colheita da soja, como o sorgo e brássicas. Além do 

girassol, que só pode ser plantado 18 meses após a colheita da soja (MAPA-BRASIL 2021). 

Quando as moléculas de herbicida entram em contato com o solo, ficam expostas a 

processos físicos, químicos e biológicos, que também, irão sofrer influência dos coloides do 

solo constituídos pela argila e matéria orgânica (TAKESHITA et al., 2019). Essas interações 

entre o herbicida e o solo podem ser muito variáveis, a depender do tipo de solo e do tipo de 

herbicida. Dessa forma, a compreensão dos processos de sorção de herbicidas no solo é de suma 

importância para compreensão do seu comportamento no solo, por meio do entendimento de 

fatores como: biodisponibilidade, mobilidade degradação e capacidade de contaminação de 

outros compartimentos ambientais (BONFLEUR et al., 2015; CHA et al., 2016).  

Para estimar esses parâmetros de sorção do herbicida no solo, podem ser utilizadas 

isotermas matemáticas (NARAYANAN et al., 2017). Podendo ser utilizados, as isotermas de 

Freundlich e de Langmuir. O modelo de Freundlich estima o coeficiente de sorção (Kd), 

indicando indiretamente a mobilidade do herbicida no solo. Enquanto o modelo de Langmuir 

determina que o material adsorvente apresenta quantidades fixas de sítios adsortivos, e que cada 

sítio, interage com uma molécula do pesticida, até a adsorção máxima (CHAGAS, 2019). 

Entretanto, tendo em vista a ampla gama territorial do Brasil, a falta de recursos e a 

diversidade de solos e de herbicidas disponíveis, não se torna viável a estimativa desses 

parâmetros experimentalmente. Os modelos matemáticos vêm sendo empregados na agricultura 
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para diversas aplicabilidades, como simulações de desenvolvimento vegetativo, produtividade 

das culturas, classificação de sítios florestais, detecção e monitoramento da cobertura vegetal 

(ROSA et al., 2015; AZARI et al., 2016; MAROLLI et al., 2017; SOUZA et al., 2021). 

As Redes Neurais Artificiais (RNAs), conseguem, por meio de um histórico de dados, 

relacionar variáveis de equações não lineares e balancear parâmetros que possibilitam prever e 

avaliar resultados. Seu funcionamento é análogo a uma rede neural biológica, consistindo em 

um grupo de neurônios (k) que são agrupados em camadas interconectadas. Sendo a força entre 

essas conexões determinada pelos seus respectivos pesos sinápticos (𝑤𝑘𝑗). Tais pesos são 

multiplicados pelos valores de entrada correspondentes aos dados experimentais (𝑥𝑗) os quais 

quando são somados, formam a junção aditiva (Σ). Seguidamente, uma função de ativação (𝜑) 

é aplicada, com o objetivo de ser um gatilho para ativação da rede, objetivando limitar o 

intervalo permissível do sinal de saída (𝑦𝑘) (ELSHEIKH et al., 2019).  

Onde k e j se referem respectivamente ao número de neurônio e da sinapse. 

Na junção aditiva, pode ocorrer a inserção de um bias 𝑏𝑘 (parâmetro externo a rede o 

qual é responsável pela intensificação ou inibição da entrada líquida da função de ativação, 

interferindo diretamente no valor de saída) (ELSHEIKH et al., 2019). Assim, a estrutura 

descrita é ilustrada pela Figura 1 e expressa em termos matemáticos na forma da Equação 1 

(Haykin, 2009):  

𝐸𝑞𝑢𝑎çã𝑜 1: 𝑦𝑘 = 𝜑(∑(

𝑚

𝑗=1

𝑤𝑘𝑗) + 𝑏𝑘 

 

Figura 1.  Modelo não linear de um neurônio. Fonte: ELSHEIKH et al., 2019. 

 



 

 

 

21 

 

 Considerando a capacidade de compreensão sobre a dinâmica de determinado processo 

que as RNAs possuem e a demanda de se obter mais dados a respeito do comportamento de 

herbicidas em diferentes tipos de solos foram desenvolvidas as hipóteses de que: as redes 

neurais podem ser empregadas para estimar os parâmetros dos fenômenos de sorção do 

herbicida diclosulam no solo e que devem ser consideradas as variáveis de entrada que sejam 

mais significativas para o modelo em estudo. Dessa forma, a pesquisa objetiva inferir a 

capacidade das RNAs em estimar os processos de sorção do herbicida diclosulam em solos 

brasileiros.  
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2 MATERIAL E MÉTODOS 

O experimento foi desenvolvido no Laboratório de Manejo de Plantas Daninhas da 

Universidade Federal Rural do Semi-Árido, no município de Mossoró-RN. As análises dos 

ensaios de sorção do herbicida diclosulam foram realizadas pela técnica de cromatografia 

líquida de ultra eficiência (UHPLC), em triplicata. 

2.1 Obtenção das amostras dos solos 

Foram coletados 40 solos (Tabela 1), na profundidade de 0 a 20 cm, após a limpeza da 

camada vegetal em 6 estados brasileiros, sendo eles:  Alagoas, Ceará, Goiás, Minas Gerais, 

Pernambuco e Rio Grande do Norte. As áreas escolhidas não apresentavam histórico de 

utilização de herbicidas. Foram selecionados solos com diversas características, de modo que 

fosse possível prever a sorção em tipos de solo variados. As amostras de solo foram preparadas 

por meio de secagem (ao ar) e peneiramento (malha de 2 mm). Seguidamente foi realizada a 

caracterização físico-química (Tabelas 2 e 3), conforme a metodologia descrita por Teixeira et 

al. (2017).  
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Tabela 1. Locais de coleta das amostras de solos utilizadas no estudo. 

Estado  Cidade Identificação Coordenadas   

Alagoas  Maceió S1 9° 30' 25" S e 35° 39' 25" W 

 Maceió S2 9° 39' 21" S e 35° 44' 38" W 

Ceará Quixeré S4 5° 4' 44" S e 37° 48' 3" W 

Pernambuco Carpina S3 7° 50' 35" S e 35° 16' 21" W 

Rio Grande do Norte Mossoró S5 5 ° 3 ′ 58" S e 37 ° 24 ′ 3" W 

 Mossoró S6 5 ° 3 ′ 37 "S e 37 ° 24 ′ 14" W 

 Mossoró S7 5° 03′ 40” S e 37° 23′ 51” W 

 Pedro Velho S8 6° 25' 48" S e 35° 13' 28" W 

Minas Gerais Rio Paranaíba S9 19° 13' 26" S e 46° 15' 4" W 
 Rio Paranaíba S10 19° 13' 17" S e 46° 14' 42" W  
 Rio Paranaíba S11 19° 13' 1" S e 46° 15' 10" W 
 Rio Paranaíba S12 19° 12' 49" S e 46° 14' 52" W 
 Rio Paranaíba S13 19° 12' 59" S e 46° 13' 47" W 
 Rio Paranaíba S14 19° 13' 21" S e 46° 14' 10" W  
 Rio Paranaíba S15 19° 13' 19" S e 46° 13' 30" W  
 Rio Paranaíba S16 19° 13' 30" S e 46° 13' 23" W 
 Rio Paranaíba S17 19° 13' 18" S e 46° 13' 10" W 
 Rio Paranaíba S18 19° 12' 41" S e 46° 13' 48" W 
 Rio Paranaíba S19 19° 12' 56" S e 46° 14' 4" W 
 Rio Paranaíba S20 19° 12' 50" S e 46° 14' 16" W  
 Rio Paranaíba S21 19° 12' 43" S e 46° 14' 21" W 
 Rio Paranaíba S22 19° 12' 31" S e 46° 14' 17" W 
 Rio Paranaíba S23 19° 12' 19" S e 46° 14' 9" W 
 Rio Paranaíba S24 19° 12' 9" S e 46° 13' 47" W 
 Rio Paranaíba S25 19° 11' 56 "S e 46° 13' 42" W 
 Rio Paranaíba S26 19° 12' 25" S e 46° 13' 31" W  

Goiás Uruaçu S27 14° 38' 14" S 49° 10' 30" W 

 Uruaçu S28 14° 39' 54" S e 49° 12' 21" W 

 Mineiros S29 17° 65' 20" S e 52° 78' 81" W 

 Mineiros S30 17° 37' 55" S e 52° 86' 64" W 

 Santo Antônio S31 17° 87' 72" S e 47° 40' 48" W 

 Cristalina S32 19° 75' 90" S e 47° 74' 72" W 

 Cristalina S33 16° 85' 36" S e 47° 67' 21" W 

 Bom Jesus S34 18° 19' 63" S e 49° 81' 13" W 

 Caldas Novas S35  17° 64' 16" S e 48° 56' 77" W 

 Goiatuba S36 17° 95' 76" S e 49° 57' 53" W 

 Morrinhos S37 11° 82' 61" S e 48° 94' 93" W 

 Piracanjuba S38 17° 35' 53" S e 48° 85' 86" W 

 Itumbiara S39 18° 42' 13" S e 49° 30' 34" W 

  Rio Verde S40 17° 45' 45" S e 50° 51' 12" W 

S1 a S40 identificação das amostras de solo. 

 

 

 

 



Tabela 2. Atributos químicos das amostras dos solos utilizadas no experimento. 

Solos 

pH Ca+2 Mg+2 Al+3 H++Al SB CTC Na + K+ P MO V M 

(água)  -------------(cmolc dm-3)----------------  -(mg dm-3)- 
(g kg-

1) 

--------%-----

- 

S1 7,7 12,4 1,3 0 0 14,9 14,9 69,5 349,8 23,7 24,75 100 0 

S2 7,59 9 1,4 0 0 10,81 10,81 59,7 58,9 2,1 20,26 100 2 

S3 6,2 2,3 1,1 0 0,99 3,69 4,68 27,6 66,6 2 15,52 79 0 

S4 6,7 11,1 2,5 0 0,33 14,1 14,43 17,9 166,3 5,8 12,5 98 0 

S5 7,6 3,4 0,3 0 0 3,8 3,8 8,1 26,4 3,3 5,17 100 0 

S6 7,48 2,8 0,8 0 0 3,74 3,74 7,1 40,7 3,3 6,47 100 1 

S7 5,9 3,2 1,2 0,05 1,65 4,71 6,36 8,1 105,9 5,2 11,21 74 1 

S8 6,3 1,6 1,9 0 0,83 3,88 4,7 39,3 80 7,1 5,6 82 0 

S9 7,8 7,1 2,4 0 0 10,44 10,44 19,5 334,9 151,8 27,31 100 0 

S10 6,5 9 3,2 0 0,66 12,74 13,4 8,3 196,6 131,1 53,38 95 0 

S11 6 5,7 2,1 0 1,82 8,24 10,06 8,2 159,4 143,2 17,32 82 0 

S12 6,9 8,1 1,9 0 0 10,47 10,47 9,2 169,3 28 23,27 100 0 

S13 6,2 7,8 1,8 0 0,33 10,19 10,5 12,2 210,1 117 28,45 97 0 

S14 5,5 2,5 2 0,05 4,13 4,95 9,08 5,2 168,3 5,4 10,34 55 1 

S15 5,6 3,6 1,9 0,07 1,98 5,85 7,83 5,2 127,8 11,8 20,69 75 1 

S16 5,8 5,5 1,7 0,05 1,65 7,68 9,33 8,2 175,2 26,6 28,45 82 1 

S17 6,3 12,6 3,5 0 0,83 17,47 18,3 14 512,8 20 37,5 95 0 

S18 5,1 9,7 6,1 0,75 8,25 16,2 24,45 8,1 141,4 23,4 48,06 66 4 

S19 6,5 8 2,4 0 2,48 11,29 13,76 23,3 307 79,3 9,83 82 1 

S20 6,6 6,9 2,3 0 0,83 9,95 10,78 7,1 282,7 110,5 31,46 92 0 

S21 6,8 6,6 3,2 0 0 10,51 10,51 8,1 263,5 100,1 30,6 100 0 

S22 7 9,9 2,4 0 0 13,05 13,05 16,3 265,4 90,5 20,69 100 1 

S23 6,8 7,2 3,8 0 0,33 11,83 12,16 15,3 298,1 86,9 13,96 97 1 

S24 6,5 6,7 2,9 0 0,83 10,05 10,87 8,2 161,4 61,1 18,62 92 0 

S25 6,2 5,8 2 0 1,65 8,14 9,79 6,2 120,9 8,1 33,22 83 0 

S26 6,4 5,5 2 0 1,65 7,74 9,39 5,2 86,3 7,1 37,76 82 0 

S27 7,3 7 1,7 0 0 9,05 9,05 10,1 118,4 28,6 24,57 100 0 

S28 6,2 4,7 2,6 0 7,75 7,75 9,56 7,2 163,4 24,9 23,79 81 0 

S29 6 4 2,6 0 6,96 6,96 8,94 7,2 127,8 15,9 17,58 78 0 

S30 6,3 5,4 1,7 0 7,65 7,65 9,3 7,2 202,2 13,5 20,69 82 0 

S31 5,5 1,8 1,58 0,05 3,58 3,58 8,04 7,4 66,4 2 12,96 45 1 

S32 6,6 8,3 1,8 0 0,99 10,46 11,45 6,2 131,8 8,1 39,65 91 0 

S33 5,6 2 1,1 0,07 3,3 3,42 6,72 5,2 114,5 3,5 23,71 51 0 

S34 5,3 1,8 1,2 0,28 2,64 3,14 5,78 6,2 45,5 0,8 14,22 54 8 

S35 5,8 8 2,5 0,03 1,32 11,82 13,14 7,1 503,2 61,3 39,22 90 0 

S36 5,9 4,9 2,48 0,03 2,15 8,12 10,27 8,4 276 23,4 12,98 79 0 

S37 6,6 6,75 1,68 0 0,83 10,02 10,85 10,5 534,8 50,2 21,09 92 0 

S38 6,3 6,8 2,3 0 0,3 9,51 9,84 8,1 147,1 21,2 31,03 97 0 

S39 6,8 5,9 2,3 0 0 8,38 8,38 5,2 60,9 4,2 36,64 100 0 

S40 6,3 6,1 2 0 0,66 8,58 9,24 5,2 178,8 4,3 25 93 0 

Média 6,411 6,1862 2,14 0,0357 1,7337 8,871 10,2037 13,157 188,662 37,907 23,388 86,02 0,57 
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Potencial hidrogeniônico (pH), cálcio (Ca2+), magnésio (Mg2+), alumínio (Al+3), acidez potencial (H++Al), potássio (K+), 

fósforo (P), matéria orgânica (MO), soma de bases (SB) capacidade de troca catiônica (CTC), saturação por bases (V), 

saturação por alumínio (m). 

 

 

Tabela 3. Análise física e classe textural das amostras de solo utilizadas no experimento.  

Solos 
Argila Silte Areia 

Classe Textural  
--------------------g kg-1----------------- 

S1 50 28 22 Argila 

S2 43 8 49 Argilo Arenoso 

S3 24,6 11,7 63,7 Franco Argilo Arenosa 

S4 37,3 14,3 48,4 Argilo Arenosa 

S5 23 20 57 Franco Argilo Arenosa 

S6 20 2,4 77,6 Franco Argilo Arenosa 

S7 9 4,3 86,7 Areia Franca 

S8 2 5 93 Areia 

S9 20,45 22,57 56,98 Franco Argilo Arenosa 

S10 38,37 31,44 30,19 Franco Argilosa 

S11 45,88 29,78 24,34 Argila 

S12 47,77 26,81 25,42 Argila 

S13 38,33 31,73 29,94 Franco Argilosa 

S14 39,3 32,5 28,2 Franco Argilosa 

S15 56,77 24,91 18,31 Argila 

S16 63,08 31,59 5,32 Muito Argilosa 

S17 35,02 33,1 31,88 Franco Argilosa 

S18 27,69 36,04 36,27 Franco Argilosa 

S19 40,76 30,89 28,35 Argila 

S20 57,5 27,75 14,75 Argila 

S21 39,53 24,61 35,86 Franco Argilosa 

S22 41,3 22,71 35,99 Argila 

S23 47,76 37,97 14,27 Argila 

S24 34,28 21,28 44,44 Franco Argilo Arenosa 

S25 55,69 23,75 20,56 Argila 

S26 54,14 21,66 24,19 Argila 

S27 31,2 10 58,8 Franco Argilo Arenosa 

S28 37,9 6,7 55,5 Argila Arenosa 

S29 44,5 10 45,5 Franco Argilo Arenosa 

S30 36,2 10 53,8 Franco Argilo Arenosa 

S31 32,9 8,3 58,8 Franco Argilo Arenosa 

S32 34,5 10 55,5 Franco Argilo Arenosa 

S33 36,2 5 58,8 Argila Arenosa 

S34 36,2 8,3 55,5 Argila Arenosa 

S35 61,2 10 28,8 Muito Argilosa 

S36 31,2 6,6 62,1 Franco Argilo Arenosa 

S37 27,9 6,7 65,5 Franco Argilo Arenosa 

S38 37,9 6,7 55,5 Argila Arenosa 

S39 47,9 10 42,1  Argila 

S40 41,2 10 48,8 Argila Arenosa 



2.2 Reagentes  

 Os reagentes utilizados apresentavam grau analítico e grau HPLC. O padrão do 

herbicida diclosulam foi adquirido do fabricante CHEM Service. A acetonitrila foi adquirida 

da J. Backer®. Sendo preparada uma solução estoque de diclosulam com concentração de 2000 

mg L-1 em acetonitrila. As soluções de trabalho foram preparadas por meio da diluição da 

solução estoque em CaCl2 10 mmol L-1. 

2.3 Metodologia analítica  

 A quantificação do diclossulam foi realizada utilizando um sistema de cromatografia 

líquido de ultra performance (UHPLC), com detector Nexera X2 (Shimadzu, Tóquio, Japão), 

equipado com duas bombas LC ‐ 30AD, um desgaseificador DGU – 20A5R, um auto ‐ sampler 

Sil ‐ 30AC, um forno de coluna CTO ‐ 30AC e um CBM −20A controlador e uma coluna Restek 

(Pinnacle DB AQ C18 de tamanho 50 x 2,1 mm, com partículas de 1,9 μm). As condições 

cromatográficas empregadas foram: um fluxo de 0,20 mL min-1, volume de injeção de 5 μL e 

as temperaturas do amostrador e do forno da coluna foram de 15 e 40 °C, respectivamente.  

A fase móvel A (água grau HPLC com 0,1% de ácido fórmico) e fase móvel B 

(acetonitrila grau HPLC). A eluição ocorreu de forma isocrática com 75% de B. O 

espectrômetro de massa triplo quadrupolo da série LCMS-8040 (Shimadzu, Tóquio, Japão) com 

fonte de ionização por eletrospray (ESI), foi operado em modo de ionização positiva. Os 

parâmetros para o monitoramento de reações múltiplas (MRM) estão resumidos no apêndice I. 

A tensão de interface foi ajustada para 4,5 kV, temperatura da linha de dessolvatação foi de 

250°C, fluxo de gás nitrogênio de nebulização com 3 L/min; temperatura do bloco de 400°C, 

fluxo de gás nitrogênio de secagem com 15 L/min; gás argônio de colisão com pressão de 230 

kPa. 

2.4 Determinação do coeficiente de sorção (Kd)   

 O processo de sorção do herbicida nas amostras de solo foi avaliado pelo método “batch 

equilibrium” OECD (2000). Sendo inicialmente preparada uma curva de calibração para definir 

a faixa de trabalho. Posteriormente, ensaio foi conduzido em triplicata, utilizando soluções de 

trabalho preparadas nas concentrações 0,1; 0,21; 0,42; 0,84 e 1,68 mg L-1, a partir da solução 

estoque, em CaCl2 10 mmol L-1, determinadas com base na maior dose comercial recomendada 

para o produto comercial. 
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 Nos ensaios de sorção, foi adicionado aos tubos Falcon 2,00 g de solo isento de 

herbicida e uma alíquota de 10 mL da solução de trabalho. Seguidamente, os tubos foram 

colocados em Agitador de Wagner e agitados verticalmente a 25ºC ± 2ºC por 13 horas 

(conforme estabelecido no ensaio do tempo de equilíbrio). Após isso, as amostras foram 

centrifugadas a 3.600 rpm por 5 minutos. Em seguida, 1 mL do sobrenadante foi recolhido e 

filtrado em membrana de nylon de 0,22 μm para vials de 1,5 mL. Por fim, a concentração de 

diclosulam das amostras contidas nos vials foi quantificada por análise de UHPLC. 

 As concentrações dos herbicidas servidos aos solos (Cs e Qs), em mg kg-1, foram 

determinados por diferença entre a concentração na solução padrão inicialmente adicionada ao 

solo e a quantidade encontrada na solução de equilíbrio. Os valores de Ce e Cs foram ajustados 

pelas isotermas de Freundlich (Equação 1), enquanto os valores de Qs e Ce pelas isotermas de 

Langmuir (Equação 2). 

𝐸𝑞𝑢𝑎çã𝑜 2: 𝐶𝑆 =  𝑘𝑓𝑆𝐶𝑒
1/𝑛

 

Na qual: Cs = Quantidade de herbicida sorvido ao solo (mg kg-1); 

Kf s= Capacidade de sorção; 

Ce = Quantidade de herbicida na solução de equilíbrio (mg L-1); 

1/n = constante que caracteriza a não linearidade isotérmica. 

𝐸𝑞𝑢𝑎çã𝑜 3: 𝑄𝑆 =
𝑄𝑚𝑎𝑥. 𝐾𝐿 . 𝐶𝑒

1 +  𝐾𝐿 . 𝐶𝑒
 

Onde:  Qs = Quantidade de herbicida sorvido ao solo (mg kg-1); 

Qmax= é a quantidade máxima de herbicida adsorvido (mg kg-1);  

KL = é o coeficiente de adsorção de Langmuir (L mg-1); 

Ce = Quantidade de herbicida na solução de equilíbrio (mg L-1). 

Conforme foi observado com a elaboração das isotermas os maiores valores de R2 

encontrados para os modelos de Freundlich e Langmuir demonstraram que esses modelos 

isotérmicos foram capazes de ajustar adequadamente aos dados. Contudo, o modelo de 

Freundlich apresentou melhores valores de R2, mais próximos a 1, indicando uma melhor 

correlação, dessa forma este modelo e seus parâmetros foi preferido com o intuito de evitar 

falsas interpretações sobre os processos de sorção. 
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2.5 Redes Neurais Artificiais (RNAs) 

  Neste estudo foi empregado um modelo de rede neural artificial com rede perceptron 

multicamadas (MLP) para estimar a sorção do herbicida diclosulam em diferentes tipos de solos 

brasileiros, fundamentando-se nas propriedades físico-químicas dos solos e do herbicida. 

Modelos de RNAs, com MLP, consistem na conexão dos elementos do processo chamados 

neurônios entre si em uma determinada ordem. No qual o método de conexão mais comum é 

que todos os neurônios em uma camada estejam totalmente conectados a todos os neurônios na 

próxima camada. Possuindo uma camada de entrada, pelo menos uma camada oculta e uma 

camada de saída. Este modelo é bastante útil na resolução de problemas não lineares. A primeira 

camada, chamada camada de entrada, mapeia a entrada do problema para a rede neural. A 

última camada, a camada de saída, mostra a saída do problema. As camadas internas, exceto a 

camada de entrada e a camada de saída, são chamadas de camadas ocultas. Na literatura, o 

termo “nó” também é usado para substituir o termo “neurônio” (PANCHAL et al., 2011; 

YILMAZ; KAYABASI; AKBABA, 2019). 

 Para compor a estrutura da rede neural artificial (Figura 2), na camada de entrada da 

RNA foram utilizados os atributos físico-químicos do solo: matéria orgânica (MO), alumínio 

(Al3+), areia, silte, argila, potássio (K+), acidez potencial (H++Al), capacidade de troca catiônica 

(CTC), Fósforo (P), Cálcio (Ca2+), Sódio (Na+), Magnésio (Mg2+), Soma de Bases (SB), 

Saturação por Bases (V); Saturação por Alumínio (m) e pH. Enquanto que para compor a 

camada de saída das RNAs, foram utilizados os coeficientes de sorção ajustados pela equação 

de Freundlich (Kfs). 

As RNAs foram desenvolvidas utilizando o software R®. As RNAs foram elaboradas 

com até 16 entradas (Figura 2), utilizando ou não método de seleção de variáveis, sendo os 

métodos de seleção de variáveis empregados a análise fatorial (AF) e a análise de feature 

selection (FS). O emprego da análise se feature selection possibilita selecionar os dados mais 

relevante para economizar tempo computacional e minimizar erros, elevando a precisão do 

modelo (QADIR et. al., 2021). Com a finalidade de minimizar a dimensionalidade do conjunto 

de variáveis e propiciar a interpretação da independência entre elas (JOSÉ et al., 2013), além 

de identificar quais variáveis explicam a maior parte da variabilidade dos dados, foi 

desenvolvida a análise de componentes principais (PCA), na qual utilizou-se os atributos físico-

químicos do solo (NOVAK et al., 2021). 
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Figura 2. Estrutura do modelo de rede neural Perceptron Multicada (MLP) utilizada no estudo.  

 Algoritmos de máquinas de aprendizagem normalmente demandam de um número 

suficientemente elevado de amostras porque um pequeno número de amostras pode levar a um 

overfitting e a uma capacidade de generalização reduzida. Entretanto, eles não exigem um 

grande número de recursos devido a razões associadas ao problema da dimensionalidade, ou 

seja, a dificuldade de analisar conjuntos de dados de alta dimensão que não ocorrem em 

configurações de baixa dimensionalidade. Para superar esse problema, relacionada à 

dificuldade de otimização ocasionada por aumento exponencial no volume de dados com a 

adição de novas dimensões no espaço matemático, o conjunto de dados precisa ser reduzido. 

Isso é obtido encontrando uma matriz com menos colunas e semelhante à original. Como essa 

matriz é composta por um número menor de recursos, ela pode ser utilizada com mais eficiência 

do que a matriz original. A redução de dimensionalidade proporciona matrizes com menos 

colunas (REMESEIRO; BOLON-CANEDO, 2019; KHAIRE; DHANALAKSHMI, 2022). 

 Uma técnica amplamente empregada para a redução do problema da dimensionalidade 

é a análise fatorial, por meio desse método, as características mais relevantes são selecionadas 

e as características irrelevantes e redundantes são descartadas. A redução da dimensionalidade 

da entrada ocasiona um melhor desempenho do modelo de aprendizagem, minimizando a 

velocidade do aprendizado e a complexidade do modelo ou elevando a capacidade de 

generalização e a precisão da classificação. A seleção dos dados mais adequados também 
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otimiza a redução do custo de medição, propiciando a compreensão do problema (GUYON; 

GUNN; NIKRAVESH; ZADEH, 2006; REMESEIRO; BOLON-CANEDO, 2019). 

 O desempenho das RNAs para estimar os coeficientes de sorção de herbicidas no solo 

foi avaliado por meio de parâmetros estatísticos. Os parâmetros usados para avaliar o 

desempenho da simulação foram o coeficiente de determinação (R2) o coeficiente de correlação 

de Pearson (r), o erro relativo absoluto médio (RMSE), erro quadrático médio (MSE) e o erro 

absoluto médio (MAE). O MSE é uma métrica que calcula a média de diferença entre o valor 

predito com o real, assim como a métrica MAE. Entretanto, ao invés de usar o módulo do 

resultado entre o valor de y e ŷ, nesta métrica a diferença é elevada ao quadrado. O RMSE 

também mede os erros residuais (CHALOULAKOU et al., 2003). O erro médio de estimativa 

(MBE) avalia a tendência de um modelo de previsão ou estimativa em relação aos valores reais, 

indicando se o modelo possui tendência a superestimar as previsões quando positivo, ou 

subestimar quando negativo (SERRÃO et al., 2016). Os valores de RMSE, MAE, MSE e MBE 

foram obtidos pelas equações 3, 4 e 5 respectivamente:  

𝐸𝑞𝑢𝑎çã𝑜 3: 𝑅2 = 1 −  
𝑆𝑆𝑅𝐸𝑆

𝑆𝑆𝑇𝑂𝑇
= 1 −

∑ (𝑌𝑖 − 𝑌̂𝑖 )
2

𝑖

∑ (𝑌𝑖 − 𝑌̅𝑖 )2
𝑖

 

𝐸𝑞𝑢𝑎çã𝑜 4: 𝑟 =
𝛴(𝑌̂𝑖 − 𝑌𝑖)(𝑌̂𝑖 − 𝑌𝑖)

√(𝛴(𝑌̂𝑖 − 𝑌𝑖)2(𝛴(𝑌̂𝑖 − 𝑌𝑖)2
 

𝐸𝑞𝑢𝑎çã𝑜 5: 𝑅𝑀𝑆𝐸 = √
1

𝑁
∑(Ŷ𝑖 − 𝑌𝑖)²

𝑁

𝑖=1

 

𝐸𝑞𝑢𝑎çã𝑜 6: 𝑀𝐴𝐸 =  
1

𝑛
 ∑  ∣ 𝑌𝑖 − Ŷ𝑖 ∣

𝑛

𝑖=1

 

𝐸𝑞𝑢𝑎çã𝑜  7: 𝑀𝑆𝐸 =   
1

𝑛
 ∑  (𝑌𝑖 − Ŷ𝑖)²

𝑛

𝑖=1

 

𝐸𝑞𝑢𝑎çã𝑜 8: 𝑀𝐵𝐸 =
1

𝑁
∑(𝑌̂𝑖 − 𝑌𝑖)

𝑛

𝑖=1

 

no qual n corresponde ao número de observações, Yi é o valor de Kd mensurados nos solos, e 

Ŷi é o valor de Kd estimado pelo modelo.  

  



 

3 RESULTADOS E DISCUSSÃO 

3.1 Uso de RNAs para predição do coeficiente de sorção (Kfs) 

 Para predição da sorção do herbicida diclosulam em diferentes tipos de solos, foram 

elaborados seis modelos de RNAs com até 16 entradas, utilizando ou não método de seleção de 

variáveis, sendo os métodos de seleção de variáveis empregados a análise fatorial (AF) e o 

feature selection (FS).  

O coeficiente de correlação de Pearson (p-valor ≤ 0,05) foi calculado para avaliar as 

correlações lineares entre os atributos do solo, bem como medir a força e direção dessas relações.  

A análise do coeficiente de correlação de Pearson indicou uma alta correlação dos atributos 

Potencial hidrogeniônico (pH), soma de bases (SB), Ca2+, Mg2+ silte e argila com pelos menos 

um dos outros atributos dos solos utilizados no estudo (Tabela 4). Alguns estudos já indicam 

que os atributos dos solos influenciam nos processos de sorção e dessorção de alguns herbicidas 

(PASSOS et al., 2015; CHAGAS et al., 2019; DOS SANTOS et al., 2019; CHAGAS et al., 2020; 

PAVÃO et al., 2021; SILVA et al., 2022). 

Tabela 4. Correlação de Pearson entre as variáveis físicas e químicas do solo e os coeficientes 

de sorção para o herbicida diclosulam em solos brasileiros. 

Variáveis 
pH Ca2+ Mg2+ Al+3 H++Al SB CTC Na+ K+ P MO V m Argila Silte Areia Kd 

pH 1,00                 

Ca2+ 0,39 1,00                

Mg2+ -0,26 0,48 1,00               

Al3+ -0,49 0,03 0,54 1,00              

H++Al -0,59 -0,25 0,32 0,49 1,00             

SB 0,25 0,97 0,67 0,15 -0,13 1,00            

CTC -0,08 0,82 0,81 0,47 0,19 0,91 1,00           

Na+ 0,47 0,34 -0,15 -0,12 -0,26 0,25 0,13 1,00          

K+ 0,09 0,56 0,33 -0,14 -0,13 0,63 0,54 0,09 1,00         

P 0,22 0,34 0,33 -0,14 -0,23 0,39 0,28 -0,04 0,45 1,00        

MO -0,09 0,51 0,52 0,26 0,03 0,56 0,57 -0,18 0,26 0,25 1,00       

V 0,81 0,61 0,04 -0,44 -0,62 0,52 0,16 0,26 0,29 0,35 0,19 1,00      

m -0,36 -0,17 0,10 0,67 0,24 -0,13 0,07 -0,01 -0,25 -0,18 -0,09 -0,45 1,00     

Argila -0,12 0,30 0,12 -0,11 -0,01 0,29 0,26 -0,10 0,21 0,14 0,41 0,08 -0,06 1,00    

Silte -0,01 0,46 0,49 0,19 -0,06 0,52 0,55 0,02 0,30 0,52 0,30 0,14 0,01 0,41 1,00   

Areia 0,08 -0,45 -0,35 -0,03 0,04 -0,47 -0,46 0,05 -0,30 -0,37 -0,43 -0,13 0,03 -0,87 -0,81 1,00  

Kfs -0,42 0,13 0,45 0,27 0,35 0,24 0,38 -0,40 0,31 0,04 0,33 -0,23 0,13 0,43 0,00 -0,28 1,00 

Potencial hidrogeniônico (pH); Cálcio (Ca2+); Magnésio (Mg2+); Sódio (Na+); Alumínio (Al3+); Soma de Bases 

(SB); Acidez Potencial (H + Al); Potássio (K+); Fósforo (P); Matéria Orgânica (MO); Capacidade de Troca de 

Cátions; (CTC), Saturação por Bases (V); Saturação por Alumínio (m). * Correlações significativas ao p-valor ≤ 

0,05. 



 

 O pH apresentou correlação positiva significativa (r = 0,81, p ≤ 0,05) com saturação de 

base (V) (Tabela 4). A adsorção de moléculas de herbicidas pelo solo apresenta forte influência 

dos atributos químicos e físicos do solo e essa interação ainda é influenciada e direcionada pelo 

pH do solo (CHIRUKURI; ATMAKURU, 2015; FOUAD et al., 2023). O aumento do pH do 

solo proporciona a liberação de cargas negativas que são dependentes do pH, principalmente 

para solos argilosos (KHAWMEE et al., 2013). Isso ocasiona o aumento da adsorção de cátions 

de reação básica, o que explica a alta correlação entre V e pH nos solos (SILVA et al., 2019).  

 Os teores de areia e argila foram fortemente correlacionados negativamente (r = -0,87, 

p ≤ 0,05) (Tabela 4). O tamanho da partícula é um parâmetro importante na adsorção. A 

influência das características físicas e químicas no processo de sorção de herbicidas no solo 

podem ser associados ao tamanho das partículas. A argila é o atributo que apresenta maior 

atividade e capacidade de adsorver agrotóxicos orgânicos, isso ocorre por meio de interações 

que podem ocorrer entre a molécula e as cargas elétricas deste colóide (PRADO et al. 2014). 

Silte e areia também apresentaram correlação negativa forte (r = -0,81, p ≤ 0,05), o silte é uma 

fração de solo composta por partículas de tamanho intermediário entre a areia e a argila, o 

fenômeno de sorção de herbicidas no solo é influenciado diretamente pela maior 

disponibilidade de área de superfície específica (LU et al., 2022), a argila apresenta essa maior 

disponibilidade de área, seguido do silte, enquanto a areia apresenta uma função mais estrutural 

no solo, sendo menos relevante para as interações químicas quando comparada à fração argila 

(DOS SANTOS et al., 2019). 

 O cálcio (Ca2+) apresentou forte correlação positiva com SB e CTC (r = 0,97 e r = 0,82, 

respectivamente, p ≤ 0,05), além de apresentar uma correlação positiva significativa com a 

saturação de bases (V), Potássio (K+) e a Matéria Orgânica (MO) (r = 0,61, r = 0,56 e r = 0,51, 

respectivamente, p ≤ 0,05). O Magnésio (Mg2+) apresentou forte correlação positiva com CTC 

(r = 0,81, p ≤ 0,05), além de apresentar uma correlação positiva significativa com a saturação 

Alumínio (Al3+) e a Matéria Orgânica (MO) (r = 0,54 e r = 0,52, respectivamente, p ≤ 0,05). O 

Sódio (Na+) apresentou correlação positiva significativa com MO e Silte (r = 0,57 e r = 0,55, p 

≤ 0,05) (Tabela 4). A CTC é calculada com base na soma dos cátions efetivos, que podem ser 

trocados no complexo de cargas (Ca2+, Mg2+, K+ e Al3+). A SB corresponde a quantidade total 

de cátions básicos presentes no solo (incluindo íons como cálcio (Ca2+), magnésio (Mg2+), 

potássio (K+) e sódio (Na+).  A saturação por bases (V) é obtida pela razão entre os cátions da 

reação básica (Ca2+, Mg2+, K+ e Na+) e a capacidade potencial de troca catiônica (CTC) do solo. 

Assim, era esperada a alta correlação entre os cátions com SB, CTC e V (LAWRENCE et al., 

2018; CHAGAS et al., 2020). 
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 Outras correlações significativas ainda foram observadas entre as propriedades físicas e 

químicas do solo. Como as correlações negativas significativas do pH entre H++Al e Al3+ (r = 

-0,59 e r = -0,49, respectivamente, p ≤ 0,05); da areia entre Ca2+, SB e CTC (r = -0,45, r = -0,47 

e r = -0,46, respectivamente, p ≤ 0,05); entre Al3+ e V (r = -0,44, p ≤ 0,05) e entre V e m (r = -

0,45, p ≤ 0,05). Bem como as correlações positivas significativas do Ca2+ entre Mg2+ e silte (r 

= 0,48 e r = 0,46, p ≤ 0,05); entre Mg2+ e silte (r = 0,49, p ≤ 0,05); entre Al3+ e CTC (r = 0,47, 

p ≤ 0,05); entre K+ e P (r = 0,45, p ≤ 0,05); entre MO e argila (r = 0,41, p ≤ 0,05) e entre argila 

e silte (r = 0,41, p ≤ 0,05) (Tabela 4).  

 A correlação entre as propriedades físicas e químicas do solo e o coeficiente de sorção 

(Kfs) também foi avaliada. Havendo correlação significativa do Kfs entre pH, Mg2+, Na+ e 

Argila (r = -42; r = 0,45; r = -40 e r = 0,43, respectivamente, p ≤ 0,05) (Tabela 4).  A sorção de 

um herbicida no solo é influenciada pelas diferentes características e interações entre eles, que 

na maioria das vezes é complexa e não linear (SINGH; SINGH, 2012; SILVA et al., 2021). 

Nesse sentido, as RNAs podem ser empregadas para compreender, aprender e explicar essa 

relação. Esta análise possibilitou avaliar que todas os 16 atributos físicos e químicos dos solos 

tiveram uma importância significativa e foram utilizadas nos métodos de seleção de variáveis 

para posteriormente estimar o coeficiente de sorção do herbicida diclosulam em solos.   

 Conforme a análise feature selection para seleção dos preditores considerando os 

atributos dos solos (Tabela 4), os oito melhores preditores foram Silte, Argila, CTC, Mg2+, Na+, 

P, Ca2+ e pH (Tabela 5). De modo que quanto maior a importância do preditor selecionado pela 

análise de FS, maior será a capacidade da variável para representar as variações que existem 

entre os dados (RODRIGUES, 2022). O atributo do solo mais relevante para predição da 

capacidade de sorção do herbicida diclosulam em solos foi o silte, seguido da argila.  O teor de 

argila capaz de adsorver herbicidas pode ser representado indiretamente pelo teor de silte no 

solo, isso devido ao elevado grau de correlação positiva entre o silte e a argila (MARCO-

BROWN et al., 2014; GÉRARD, 2016). A argila é um componente que apresenta elevada 

atividade e capacidade de adsorver agrotóxicos orgânicos por meio de interações que podem 

ocorrer entre a molécula e as cargas elétricas deste colóide (PRADO et al., 2014). 

Seguidamente, na ordem de relevância, vem a CTC, estudos já demostraram alta correlação 

deste atributo com a capacidade de adsorção dos solos para herbicidas (JIANG et al., 2020). 

Também apresentaram importância nesse processo, os cátions Mg2+, Na+ e Ca2+, esses cátions, 

juntamente com outros, constituem a CTC, assim esses elementos podem apresentar uma maior 
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importância na retenção desse herbicida no solo. O pH também apresenta bastante relevância 

na descrição desse processo (HU et al., 2021). 

Tabela 5. Análise Feature Selection para seleção de preditores considerando os atributos dos 

solos como variáveis independentes e o coeficiente de sorção (kfs) como variável dependente. 
 Best predictors for continuous dependent var Kfs 

 F-value p-value 

Silte 4,20 0,00 

Argila 3,64 0,00 

CTC 2,50 0,03 

Mg2+ 2,47 0,03 

Na+ 2,39 0,04 

P 2,35 0,05 

Ca2+ 2,31 0,05 

pH 2,21 0,05 

m 2,05 0,12 

K+ 1,71 0,14 

V 1,71 0,15 

Areia 1,52 0,20 

H++Al 1,50 0,21 

SB 1,33 0,27 

MO 1,21 0,33 

Al+3 1,12 0,36 
Potencial hidrogeniônico (pH), cálcio (Ca2+), magnésio (Mg2+), alumínio (Al3+), acidez potencial (H++Al3+), 

potássio (K+), fósforo (P), matéria orgânica (MO), capacidade de troca catiônica (CTC), saturação por alumínio 

(m), Soma de Bases (SB), Sódio (Na+); Saturação por Bases (V). 

 A análise de componentes principais foi realizada considerando as variáveis 

independentes, constituídas pelos atributos físico-químicos do solo e as variáveis dependentes, 

Kfs e Kfd, também adicionadas para a identificação da inter-relação entre variáveis 

independentes e dependentes. Os cinco fatores obtidos explicaram 33,20%, 22,38%, 10,77%, 

7,44% e 6,64% da variância (Tabela 6), respectivamente. Como o Fator 1 conseguiu explicar 

33,20% da variabilidade total dos dados, pode ser considerado como detentor das relações mais 

relevantes no complexo do solo. Dessa forma, os autovetores obtidos nos 5 fatores da PCA 

explicaram 81,0% da variabilidade dos dados na camada superficial. Na construção de modelos 

de aprendizagem devem ser consideradas as variáveis que melhor explicam a variação total do 

solo, eliminando as variáveis menos significativas do modelo. Este processo possibilita a 

elaboração de um modelo mais direto sem reduzir sua representatividade (EBRAHIMI et al., 

2017). Entretanto, essas variáveis devem apresentar boa correlação com a variável dependente 

do modelo. Assim, se mostra fundamental avaliar a relação entre as principais variáveis 

independentes que compõem cada fator com Kfs e Kfd (DOS SANTOS et al., 2019). 
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Tabela 6. Cargas fatoriais dos atributos do solo e coeficientes Kfs e Kfd, autovalores, 

autovalores cumulativos, variância e variância cumulativa para cada componente principal 

(CP). 

Variáveis  
Cargas Fatoriais 

Comunalidades 
Fator 1 Fator 2 Fator 3 Fator 4 Fator 5 

pH 0,11 0,59 -0,12 0,63 0,08 0,78 

Ca2+ 0,86 0,19 0,21 0,31 0,12 0,75 

Mg2+ 0,75 -0,34 0,00 -0,25 0,29 0,56 

Al3+ 0,30 -0,87 -0,11 -0,11 0,04 0,85 

H++Al 0,07 -0,57 -0,04 -0,47 -0,26 0,33 

SB 0,94 0,10 0,17 0,17 0,18 0,88 

CTC 0,92 -0,25 0,16 -0,01 0,15 0,85 

Na+ 0,19 0,01 0,01 0,82 -0,26 0,71 

K+ 0,62 0,34 0,04 -0,14 0,23 0,38 

P 0,26 0,27 0,04 -0,01 0,78 0,75 

MO 0,63 0,02 0,30 -0,23 0,03 0,39 

V 0,38 0,67 -0,01 0,43 0,16 0,59 

m -0,09 -0,80 0,00 0,08 0,05 0,65 

Argila 0,17 0,12 0,94 -0,18 -0,02 0,92 

Silte 0,32 -0,18 0,51 0,16 0,67 0,88 

Areia -0,28 0,02 -0,88 0,03 -0,35 0,86 

Kfs 0,39 -0,10 0,22 -0,72 -0,12 0,74        
Kfd -0,26 0,14 -0,22 0,52 -0,65 0,82 

Autovalor 5,98 4,03 1,94 1,34 1,20 - 

Variância Total (%) 33,20 22,38 10,77 7,44 6,64 - 

Variância 

Acumulada (%) 33,20 55,58 66,35 73,79 80,43 
- 

Potencial hidrogeniônico (pH), cálcio (Ca2+), magnésio (Mg2+), alumínio (Al3+), acidez potencial (H++Al3+), 

potássio (K+), fósforo (P), matéria orgânica (MO), capacidade de troca catiônica (CTC), saturação por alumínio 

(m), Soma de Bases (SB), Sódio (Na+); Saturação por Bases (V).  

 O Fator 1 permitiu estimar uma maior influência da SB (0,94), CTC (0,92), Ca2+ (0,86) 

e Mg2+, além de K+ (0,62) e MO (0,63) com influência significativa para os 40 solos estudados. 

O Fator 2 possibilitou avaliar a influência de Al3+ (-0,87), m (-0,80) e V (0,67). No Fator 4 

foram correlacionados positivamente o Na+ (0,82) e o pH (0,63). O diclosulam é um herbicida 

ácido fraco, herbicidas ácidos fracos geralmente adquirem carga negativa sob condições de pH 

mais elevado do solo (como os pHs dos solos estudados), adquirindo forma aniônica. Kaur et 

al. (2023), corroboram que nesta condição, o processo de adsorção ocorre devido à presença de 

interações eletrostáticas entre o herbicida aniônico e os componentes do solo carregados 

positivamente. Outros estudos também avaliam as interações que a força iônica propicia nos 

processos de sorção e dessorção de herbicidas no solo (BIAN et al. 2022; ROJAS et al., 2022; 

CHENG et al., 2023). Assim é observado a importância dos cátions permutáveis do solo no 
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processo de sorção do herbicida diclosulam em solos, também é notório ressaltar a importância 

de relacionar os cátions trocáveis do solo, com atributos como SB, CTC e V, além de considerar 

as interações provenientes da força iônica e das interações eletrostáticas. Diversos estudos 

relataram a influência da matéria orgânica na sorção de vários pesticidas principalmente 

relacionando que maiores quantidades de matéria orgânica presentes no solo propiciam a sorção 

de herbicidas no solo (DOS SANTOS et al., 2019; GÁMIZ et al., 2019; YAVARI et al., 2019). 

Considerando que os solos avaliados neste estudo apresentam baixas quantidades de matéria 

orgânica, esse atributo possivelmente passou a possuir menor influência nesse processo em 

relação aos demais atributos do solo, no processo de sorção do herbicida diclosulam em solos. 

 O Fator 3 indicou uma correlação fortemente positiva com Argila (0,94) e fortemente 

negativa com Areia (-0,88). A capacidade de uma partícula absorver moléculas depende 

principalmente de sua área superficial. A argila é um componente do solo com alta capacidade 

de sorção de herbicidas devido às suas propriedades físico-químicas, como sua superfície com 

cargas elétricas, que podem interagir com as moléculas dos herbicidas de várias maneiras. A 

Areia, apresenta tamanhos de partículas maiores, apresentando bem menos interações com as 

moléculas dos herbicidas. Assim, notavelmente diversos estudos relatam as contribuições da 

Argila para o processo de sorção de herbicidas em solos (JAMSHIDI et al., 2022; PACHECO 

et al., 2022; KAUR et al., 2023).  

 Para estimar a sorção do herbicida diclosulam utilizando modelos de redes neurais 

foram avaliados até 16 atributos do solo nas camadas de entradas. As camadas de entrada das 

redes eram diferentes de uma para outra, enquanto a estrutura das RNAs foi a mesma, 

apresentando cada uma, 80 neurônios na camada oculta, com função de ativação da camada 

oculta e da camada de saída a função exponencial. A camada de saída foi constituída pelo valor 

dos coeficientes de sorção. Essa estrutura foi obtida a partir de testes, sendo a estrutura 

empregada no estudo a que apresentou o melhor resultado, ou seja, a melhor capacidade para 

predição do herbicida diclosulam em solos brasileiros. Definida a estrutura das RNAs, foram 

empregados diferentes grupos de variáveis de entrada, sendo utilizados ou não métodos de 

seleção de variáveis nos modelos, para predizer a eficácia ou não, desses métodos de seleção 

de variáveis para o estudo.  

 Ao longo da fase de treinamento é possível definir a arquitetura da rede para 

seguidamente validar o seu desempenho durante a fase de teste. A estrutura ótima das redes foi 

determinada usando os parâmetros RMSE (raiz quadrática do erro médio), MSE (erro 

quadrático médio), MBE (erro médio da estimativa) e MAE (erro médio absoluto) (Tabela 7). 
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Para o erro estatístico, quanto menor for o valor obtido (quão mais próximo de 0), maior será a 

acurácia do modelo desenvolvido (RAJA et al., 2021).  

 As redes neurais são treinadas e posteriormente testadas, para avaliar a capacidade da 

rede neural de generalizar o aprendizado que foi obtido durante o treinamento para novos dados. 

Muitas redes neurais apresentam overfitting, de modo que apresentam baixo erro durante o 

treinamento, mas erro elevado durante o teste (YANG; LI; LI; MIAO, 2019; BEJANI; 

GHATEE, 2021). Comportamento observado nos modelos 1,4 e 5, enquanto os modelos 2 e 3 

apresentaram comportamento diferente, o que sugere que os modelos apresentaram uma boa 

desenvoltura na fase de treinamento e assim são capazes de generalizar o aprendizado para 

novos dados, conferindo uma boa acurácia para o modelo (Tabela 7).  

 Foram elaborados dois modelos de RNAs sem métodos de seleção de variáveis, um 

utilizando todos os atributos do solo, o qual obteve o pior desempenho entre os modelos, 

considerando os valores mais elevados obtidos nos erros, indicando uma menor acurácia do 

modelo. O modelo 2 utilizou apenas duas variáveis de entrada M.O. e Argila, tendo em vista 

que diversos estudos que avaliaram a sorção de outros herbicidas, associam frequentemente a 

argila e a matéria orgânica à maior capacidade de sorção dos solos, porém essas duas variáveis 

não conseguiram sozinhas caracterizar com eficiência elevada a capacidade de sorção do 

herbicida diclosulam em solos brasileiros, quando comparadas a outros modelos neste estudo. 

(Tabela 7). Indicando que apenas os atributos físicos não são suficientes para prever a adsorção 

do diclosulam em solos brasileiros. A adsorção de produtos químicos pelo solo depende tanto 

das propriedades físicas do solo quanto das propriedades químicas (MENDES et al., 2017; DOS 

SANTOS et al., 2018; EL BOUKILI et al., 2018).  

 Com o método de seleção de variáveis feature selection (FS) foi elaborado um modelo, 

selecionando 8 variáveis principais com p < 0,1, que conforme sugerem os valores dos erros foi 

o melhor modelo para predizer a capacidade de sorção do herbicida diclosulam em diferentes 

solos brasileiros. Para o método de seleção de variáveis de análise fatorial foram elaborados 2 

modelos, um contendo cargas fatoriais maiores que 0,6 (Modelo 4), com 15 variáveis e outro 

modelo com cargas fatoriais maiores que 0,7 (Modelo 5) com 13 variáveis, verificou-se que a 

adição de duas variáveis conseguiu proporcionar uma melhor predição para o modelo, 

considerando os menores parâmetros de erro, assim o modelo 4 conseguiu ser mais eficiente 

que o modelo 5 (Tabela 7). 

 As RNAs apresentaram valores de MBE próximos a 0, tanto para a fase de treino e 

validação quanto na fase de teste (Tabela 7), demostrando que as RNAs criadas não apresentam 
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tendências para sobrestimar ou subestimar os valores de Kfs preditos. Quanto mais próximos 

de 0 esses valores, menor é o erro para seleção do modelo (CHALOULAKOU et al., 2003). 

Durante a fase de treinamento e validação, os modelos 1, 3, 4 e 5 apresentaram valores de R² 

superior a 0,80 e r superior a 0,90. Durante a fase de teste todos os modelos apresentaram R² 

superior a 0,70 e r superior a 0,80, dando destaque para o modelo 3 que deteve o melhor 

desemprenho apresentando R² e r superiores a 0,90. Tais parâmetros obtidos para R2 indicam 

uma boa acurácia para o modelo, de modo que quanto mais os valores de R2 se aproximam de 

1, mais preciso é o modelo (ABDIPOUR et al., 2019). O MAE variou entre 0,27 a 1,04 na fase 

de treino e validação, e variou entre 0,85 e 1,54 na fase de teste. O MSE variou entre 0,48 e 

1,72 na fase de treino e validação, e variou entre 1,09 e 3,13 na fase de teste. O RMSE variou 

entre 0,69 a 1,31, durante a fase de treino e validação, e variou entre 1,04 e 1,77 na fase de teste.   

 O modelo mais eficiente apresentou 8 variáveis de entrada, o que enfatiza que a 

diminuição do número variáveis de entrada correlacionadas com a variável de saída eleva o 

número de dimensões do modelo, e consequentemente, a probabilidade desse modelo em se 

ajustar aos dados durante o treinamento e validação (MEHTA et al., 2019). Diante disso, os 

métodos de seleção de variáveis se mostraram como ferramentas importantes na elaboração de 

modelos de redes neurais artificiais, otimizando o desempenho desses modelos, como esperado. 

De modo que variáveis menos relevantes ou que apresentem baixa correlação entre si, fazem o 

modelo de aprendizado profundo aprender recursos insignificantes para o modelo, ocasionando 

underfitting e diminuindo o desempenho da detecção de falhas. Assim, os métodos de seleção 

de variáveis comprimem a quantidade de dados, tornando as informações dos dados de entrada 

mais compactadas, simplificando o modelo, reduzindo o trabalho computacional e matemático 

e otimizando a capacidade de generalização dos dados de saída (FANG et al., 2017; MENDES 

et al., 2019).   
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Tabela 7. Estrutura das redes neurais artificiais e performance das redes durante as fases de treinamento e teste para predição do coeficiente de 

sorção (Kfs). 

Modelos 1 2 3 4 5 

Função de ativação (camada oculta) Exponencial Exponencial Exponencial Exponencial Exponencial 

Função de ativação (camada de saída) Exponencial Exponencial Exponencial Exponencial Exponencial 

Arquitetura da rede 16-80-1 2 - 80 - 1 8 - 80 - 1 15 - 80 - 1 12 - 80 - 1 

Método de seleção de variáveis Nenhum Nenhum FS p-value < 0,1 

AF Cargas Fatoriais > 

0,6 

AF Cargas Fatoriais > 

0,7 

Variáveis de entrada Todas as variáveis  M.O. e Argila 
Argila, Ca2+, pH, Silte,  

Na+, CTC, Mg2+, P 

Argila, Ca2+, pH, Silte,  

Na+, CTC, Mg2+, P, 

MO, m, Areia, K+, V, 

SB, Al3+ 

Argila, Ca2+, pH, Silte,  

Na+, CTC, Mg2+, P, m, 

Areia, SB, Al3+ 

Treino e Validação           

MBE 0,03 0,03 0,16 0,08 -0,09 

MAE 0,45 1,04 0,66 0,55 0,27 

MSE 0,48 1,72 0,76 0,49 0,66 

RMSE 0,69 1,31 0,87 0,70 0,82 

r 0,94 0,78 0,91 0,95 0,93 

R2 0,89 0,61 0,83 0,89 0,87 

Teste          

MBE 0,46 -0,46 -0,36 0,36 0,40 

MAE 1,37 1,11 0,85 1,43 1,54 

MSE 2,10 1,82 1,09 3,07 3,13 

RMSE 1,45 1,35 1,04 1,75 1,77 

r 0,86 0,88 0,96 0,88 0,87 

R2 0,74 0,78 0,93 0,78 0,76 
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3.2. Uso de RNAs para predição do coeficiente de dessorção (Kfd) 

A dessorção é o processo na qual moléculas do composto sorvidas pelas partículas do 

solo retornam para a solução. A intensidade da dessorção reflete o grau de reversibilidade do 

processo de sorção, a dessorção pode ser total ou parcialmente reversível (ALLEONI; MELO, 

2009; SILVA et al., 2022).  

Conforme a análise feature selection para seleção dos preditores considerando os 

atributos dos solos para dessorção do diclosulam em solos (Tabela 8), os seis melhores 

preditores foram m, Na+, Mg2+, Silte, Areia, CTC. Considerando que quanto maior a 

importância do preditor selecionado pela análise de FS, maior será a capacidade da variável 

para representar as variações que existem entre os dados (RODRIGUES, 2022). O atributo do 

solo mais relevante para predição da capacidade de dessorção do herbicida diclosulam em solos 

foi o m, utilizado para determinar a quantidade de alumínio trocável presente no solo. É uma 

importante informação para avaliar a acidez do solo, seu cálculo envolve a quantidade de 

alumínio trocável no solo e a CTC do solo, todavia a importância de m para adsorção de 

herbicidas ainda não foi bem esclarecida para literatura. Se mostram relevantes também os 

cátions Na+ e o Mg2+, juntamente com a CTC. Possivelmente esses cátions provocam alterações 

na força iônica do sistema, influenciando consequentemente no processo de sorção e dessorção 

de herbicidas no solo, outros estudos avaliam a importância da força iônica nos processos de 

sorção de herbicidas no solo (BIAN et al., 2022; ROJAS et al., 2022; CHENG et al., 2023). A 

capacidade de uma partícula absorver moléculas depende principalmente de sua área superficial 

(JAMSHIDI et al., 2013). Areia e Silte correspondem partículas maiores e com menos 

superfície específica disponível para a sorção de herbicidas, dessa forma o herbicida apresenta 

menos interações com essas superfícies, sendo mais facilmente dessorvido, outros estudos 

relatam a relação da areia nos processos de sorção e dessorção de herbicidas (GUIMARÃES et 

al., 2022; SILVA et al., 2022; FOUAD et al., 2023). 
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Tabela 8. Análise Feature Selection para seleção de preditores considerando os atributos dos 

solos como variáveis independentes e o coeficiente de dessorção (Kfd) como variável 

dependente. 

Potencial hidrogeniônico (pH), cálcio (Ca2+), magnésio (Mg2+), alumínio (Al3+), acidez potencial (H++Al3+), 

potássio (K+), fósforo (P), matéria orgânica (MO), capacidade de troca catiônica (CTC), saturação por alumínio 

(m), Soma de Bases (SB), Sódio (Na+); Saturação por Bases (V). 

 Para avaliar o fenômeno de dessorção, foram elaborados 5 modelos de RNAs (Tabela 

9). Sendo dois dos modelos de RNAs sem utilizar métodos de seleção de variáveis, o Modelo 

1 utilizando todos os atributos do solo. O Modelo 2 utilizou apenas duas variáveis M.O. e 

Argila, o qual obteve o pior desempenho entre os modelos, considerando os valores mais 

elevados obtidos nos erros, indicando uma menor acurácia do modelo, demonstrando que essas 

variáveis sozinhas não conseguiram caracterizar com precisão a capacidade de sorção do 

herbicida diclosulam em solos brasileiros, quando comparadas a outros modelos neste estudo.  

 Com o método de seleção de variáveis feature selection (FS) foram elaborados dois 

modelos, o Modelo 3 com 4 variáveis principais com p < 0,05, e o Modelo 4 com 6 variáveis 

com p < 0,1, sendo o Modelo 3 o que apresentou os menores parâmetros de erros, se mostrando 

como mais eficaz. Com o método de seleção de variáveis de análise fatorial (Tabela 6) foi 

elaborado um modelo, com cargas fatoriais maiores que 0,7 (Modelo 5) com 12 variáveis, que 

conforme sugerem os valores dos erros foi o melhor modelo para predizer a capacidade de 

sorção do herbicida diclosulam em diferentes solos brasileiros. 

 Quanto aos parâmetros de erros o MBE variou entre 0,10 a 1,65, na fase de treino e 

validação, variou entre -1,28 a 0,40 na fase de teste. O MAE variou entre 0,80 a 4,33 na fase de 

Variáveis 
Melhores preditores para a variável dependente: Kfd 

Valor de F p-valor 

m 8,44 0,00 

Na+ 6,86 0,00 

Mg2+ 2,90 0,01 

Silte 2,86 0,01 

Areia 1,93 0,08 

CTC 1,88 0,08 

K+ 1,74 0,12 

pH 1,64 0,13 

Argila 1,59 0,15 

V 1,27 0,29 

Ca2+ 1,05 0,44 

P 1,01 0,46 

SB 0,91 0,56 

Al3+ 0,80 0,54 

H++Al 0,76 0,64 

MO 0,75 0,71 
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treino e validação, e variou entre 1,54 a 2,79 na fase de teste. O MSE variou entre 1,00 e 69,88 

na fase de treino e validação, e variou entre 3,13 e 8,02 na fase de teste. O RMSE variou entre 

1,00 a 0,92, durante a fase de treino e validação, e variou entre 1,77 a 2,83 na fase de teste 

(Tabela 9).   

 Os erros obtidos na elaboração das redes foram relativamente baixos, apresentando 

maiores valores para as RNAs que não utilizaram os métodos de seleção de variáveis. 

Demonstrando a importância dos métodos de seleção de variáveis na elaboração de modelos de 

redes neurais artificiais, otimizando o desempenho desses modelos, como esperado. (FANG et 

al., 2017; MENDES et al., 2019).   
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Tabela 9. Estrutura das redes neurais artificiais e performance das redes durante as fases de treinamento e teste para predição do coeficiente de 

dessorção (Kfd). 

Modelos  1 2 3 4 5 

Função de ativação (camada oculta) Exponencial Exponencial Exponencial Exponencial Exponencial 

Função de ativação (camada de saída) Exponencial Exponencial Exponencial Exponencial Exponencial 

Arquitetura da rede 16-80-1 2 - 80 - 1 4 – 80 - 1 6 - 80 - 1 12 - 80 - 1 

Método de seleção de variáveis Nenhum Nenhum FS p-value < 0,05 FS p-value < 0,1 

AF Cargas Fatoriais > 

0,70 

Variáveis de entrada Todas as variáveis  M.O. e Argila  Silte, Na+, m, Mg2+ 
 Silte, Na+, CTC, Mg2+, 

m, Areia 

Argila, Ca2+, pH, Silte,  

Na+, CTC, Mg2+, P, m, 

Areia, SB, Al3+ 

Treino e Validação           

MBE 1,65 0,25 0,11 0,96 0,10 

MAE 4,33 5,93 2,83 3,75 0,80 

MSE 30,84 69,88 14,14 22,68 1,00 

RMSE 5,55 8,36 3,76 4,76 1,00 

r 0,83 0,50 0,92 0,88 0,88 

R2 0,70 0,25 0,85 0,77 0,78 

Teste          

MBE -0,56 0,40 -0,35 -1,28 0,40 

MAE 2,57 2,51 1,98 2,79 1,54 

MSE 7,77 7,31 4,89 8,02 3,13 

RMSE 2,79 2,70 2,21 2,83 1,77 

r 0,79 0,68 0,85 0,79 0,87 

R2 0,63 0,46 0,72 0,62 0,76 
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3.3. Desempenho das RNAs para predição dos coeficientes de sorção (Kfs) e dessorção 

(Kfd) 

 As Figuras 3 e 4, mostram a performance para as etapas de treino e validação e de teste 

das redes neurais artificiais construídas a partir de diferentes atributos dos solos para predizer 

a capacidade de sorção (Kfs) e de dessorção, respectivamente, por meio dos gráficos é possível 

observar a concordância entre os valores medidos e preditos, representada por R2 (coeficiente 

de determinação), com o maior valor de 1. Os modelos de RNA, apresentaram valores 

consideráveis de R2 indicando uma capacidade de desempenho adequado (DUNCAN; FISKE, 

2015; QADIR et al., 2021). As linhas vermelhas indicam a tendência entre os dados, indicando 

que uma distribuição de dados mais próxima da linha de tendência representa uma maior 

precisão. No entanto, alguns pontos de dados mostram maiores desvios entre o coeficiente de 

sorção observados e os previstos. Esses “outliers” reduzem os índices de desempenho como R2 

e RMSE durante o teste das redes (SILVA et al., 2019). Todavia, mesmo com a presença de 

“outliers”, os modelos obtidos de RNAs demostraram um bom desempenho para estimar os 

coeficientes de sorção, se destacando o modelo construído com o auxílio do método de seleção 

de variáveis feature selection. Para a estimativa da dessorção se destacou como mais eficiente 

o modelo de análise fatorial.  

 Conforme os valores de R2, o modelo que melhor se ajustou para o estudo de sorção foi 

o Modelo 3, elaborado com feature selection com 8 variáveis de entrada, com R2 = 0,93 na fase 

de teste, os Modelos 4 e 5 com cargas fatorais maiores que 0,7 e 0,65, contendo 15 e 12 

variáveis, respectivamente, apresentaram R2 = 0,78 e R2 = 0,76, valores bem inferiores quando 

comparados ao Modelo 3. Também se avaliou que o modelo que não usou método de seleção 

de variáveis e empregou todos os atributos do solo na camada de entrada apresentou R2 = 0,74, 

configurando-se como o modelo que apresentou o pior desempenho. Dessa forma, o Modelo 3 

se sobressai sob os demais, sendo mais eficiente, por demandar de uma menor quantidade de 

variáveis. Conforme sugerem outros trabalhos, o uso de muitas variáveis pode elevar o risco de 

ter parâmetros redundantes, o que pode complicar o processo de treinamento e causar um 

aumento drástico nos erros de previsão (Xiang et al., 2016; QADIR, 2021).   Dessa forma a 

seleção de recursos provou ser uma ferramenta de pré-processamento bem-sucedida para 

resolução de problemas de aprendizado de máquina.  

Conforme os valores de R2, o modelo que melhor se ajustou foi o Modelo 5, elaborado 

com análise fatorial com 12 variáveis de entrada, com R2 = 0,76 na fase de teste, os Modelos 3 

e 4 elaborados com feature selection com p < 0,05 e p < 0,1, contendo 4 e 6 variáveis, 
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respectivamente, apresentaram R2 = 0,72 e R2 = 0,62, valores próximos ao Modelo 5. 

Consideram que o Modelo 3 obteve um R2 bem próximo ao Modelo 5, porém com uma 

quantidade menor de variáveis, o 3 se sobressai, sendo mais eficiente, por demandar de uma 

menor quantidade de variáveis. Dessa forma os Modelos 3 e 5, podem ser utilizados para 

estimar a capacidade de dessorção do herbicida diclosulam em solos brasileiros.  
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Figura 3. Performance para as etapas de treino e validação e teste das redes neurais artificiais 

construídas a partir de diferentes atributos do solo selecionados por diferentes métodos de 

extração de variáveis para predição do coeficiente de sorção (Kfs). 
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Figura 4. Performance para as etapas de treino e validação e teste das redes neurais artificiais 

construídas a partir de diferentes atributos do solo selecionados por diferentes métodos de 

extração de variáveis para predição do coeficiente de dessorção (Kfd). 
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4. CONCLUSÕES   

 É possível elaborar redes neurais artificias eficientes para predição da sorção do 

herbicida diclosulam em solos, utilizando os atributos do solo com variáveis de entrada. Os 

métodos de seleção de variáveis se mostraram fundamentais na elaboração dos modelos de 

RNAs, simplificando o processamento dos dados. O método de seleção de variáveis que se 

mostrou mais eficiente para predição da sorção do herbicida diclosulam em solos foi o método 

de feature selection, cujas variáveis de maior importância para esse modelo foram: Argila, Ca2+, 

pH, Silte, Na+, CTC, Mg2+, P. Para dessorção, também com feature selection como modelo 

mais eficaz, apresentou as variáveis mais relevantes para caracterizar o processo: Silte, m, Na+, 

Mg2+.  
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