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RESUMO 

 

Atualmente, com o crescimento populacional e prognóstico de aumento da demanda por 

alimentos, faz-se necessário estabelecer critérios para o manejo sustentável das propriedades 

agrícolas com o objetivo de mitigar os impactos ambientais e garantir a segurança alimentar. 

Nesse sentido, com o avanço dos sistemas sensores embarcados em satélites orbitais, várias 

possibilidades de estudos foram incorporadas para estabelecer estratégias para agricultura de 

precisão. Entre esses estudos, o conhecimento do potencial produtivo da cultura constitui 

informação relevante para o aprimoramento das práticas agrícolas. Para tanto, o uso do 

sensoriamento remoto nessa temática está associado à relação entre os índices de vegetação 

oriundos de bandas espectrais que podem, a partir do comportamento espectral da cultura, 

indicar as condições biofísicas de uma cultura. Nesse caso, é possível empregar os índices de 

vegetação isoladamente ou integrado a variáveis do solo que condicionam a produtividade. 

Devido às limitações dos produtos de sensoriamento remoto, principalmente as impostas pelas 

resoluções espacial e temporal, comumente os estudos são direcionados a grandes escalas, 

sendo o desafio entregar resultados consistentes em escala de campo para possibilitar que 

pequenos e médios agricultores tenham minimamente acesso a informações que possam 

subsidiar no planejamento de práticas agrícolas. Nesse contexto, o presente estudo teve como 

objetivo predizer a produtividade do milho em escala de campo utilizando duas concepções 

divididas em dois artigos intitulados: Relação entre índices de vegetação e propriedades do solo 

para predição da produtividade do milho por meio de aprendizagem de máquina e Predição 

espaço-temporal da produtividade do milho por sensoriamento remoto orbital . O experimento 

foi conduzido nos anos de 2019 e 2020 em uma área de 9 ha irrigada por pivô central, inserida 

na fazenda experimental da Universidade Federal Rural do Semi-Árido. Para o primeiro 

experimento, foi definida uma malha de amostras contendo 66 pontos, nos quais foram 

coletadas a textura, a fertilidade do solo e produtividade do milho. Para o processamento dos 

índices de vegetação, foram utilizadas as imagens dos satélites Sentinel 2 em 30, 45 e 75 dias 

após a semeadura. Com exceção dos índices de vegetação, a textura e propriedade químicas do 

solo foram modeladas espacialmente por meio da Krigagem ordinária. A técnica empregada 

para predizer a produtividade foi a aprendizagem de máquina com o uso dos modelos Decision 

Tree, Random Forest e Support Vector Machines. No segundo experimento, os índices de 

vegetação e bandas espectrais individuais, processados dos sensores embarcados no Sentinel 2 

e Landsat 8, foram correlacionados, por meio de regressão linear simples e múltipla, com a 

produtividade do ano de 2019, gerando equações que foram validadas para a safra de 2020. Os 

resultados do primeiro experimento indicaram que foi possível predizer a produtividade do 

milho com 30 dias após a semeadura, sendo o método Support Vector Machines o mais eficiente 

(RMSE 175,2 Kg/ha, R² 0,98). No segundo experimento, o modelo mais acurado para predizer 

a produtividade, com R² de 0,62, foi a integração do Índice de Vegetação da Diferença 

Normalizada conjuntamente com a banda azul do sentinel 2 em 63 dias após a semeadura. O 

modelo preditor para a safra de 2020 apresentou o erro (RMSE) de 22,7% na estimativa da 

produtividade. Ante os resultados, o uso de sensoriamento remoto mostrou eficiência na 

estimativa da produtividade em escala de campo, o que pode auxiliar órgãos governamentais e 

agricultores nas tomadas de decisões.   

 

Palavras-chave: Agricultura de precisão. Índices de vegetação. Aprendizagem de máquina. 

 

 

 



 

 

ABSTRACT 

 

Currently, with population growth and the prognosis of increased demand for food, it is 

necessary to establish criteria for the sustainable management of agricultural properties in order 

to mitigate environmental impacts and ensure food security. In this sense, with the advancement 

of sensor systems embedded in orbital satellites, several possibilities for studies have been 

incorporated to establish strategies for precision agriculture. Among these studies, knowledge 

of the crop's productive potential is relevant information for improving agricultural practices. 

Therefore, the use of remote sensing in this theme is associated with the relationship between 

vegetation indices from spectral bands that can, through the spectral behavior of the crop, 

indicate the biophysical conditions of a crop. In this case, the vegetation indices can be used 

alone or integrated with soil variables that affect productivity. Due to the limitations of remote 

sensing products, mainly those imposed by spatial and temporal resolutions, studies are 

commonly directed at large scales, with the challenge of delivering consistent results on a field 

scale to enable small and medium farmers to have minimal access to information that can 

subsidize the planning of agricultural practices. In this context, the present study aimed to 

predict corn productivity at field scale using two concepts divided into two articles entitled: 

Relationship between vegetation indices and soil properties for predicting corn productivity 

through machine learning and Prediction space-time of corn yield by orbital remote sensing. 

The experiment was conducted in 2019 and 2020 in an area of 9 ha irrigated by center pivot, in 

the experimental farm of Universidade Federal Rural do Semi-Árido. For the first experiment, 

a sample mesh containing 66 points was defined, in which texture, soil fertility and corn 

productivity were collected. To process the vegetation indices, Sentinel 2 satellite images at 30, 

45 and 75 days after sowing were used. With the exception of vegetation indices, soil texture 

and chemical properties were spatially modeled using Ordinary Kriging. The technique used to 

predict productivity was machine learning using the Decision Tree, Random Forest and Support 

Vector Machines models. In the second experiment, the vegetation indices and individual 

spectral bands, processed from the sensors onboard Sentinel 2 and Landsat 8, were correlated, 

through simple and multiple linear regression, with the productivity of the year 2019, generating 

equations that were validated for the 2020 harvest. The results of the first experiment indicated 

that it was possible to predict corn yield 30 days after planting, with the Support Vector 

Machines method being the most efficient (RMSE 175,2 Kg/ha, R² 0.98). In the second 

experiment, the most accurate model to predict productivity, with an R ² of 0.62, was the 

integration of the Normalized Difference Vegetation Index together with the blue band of 

sentinel 2 at 63 days after sowing. The predictive model for the 2020 harvest presented an error 

(RMSE) of 22.7% in the productivity estimate. In view of the results, the use of remote sensing 

proved to be efficient in estimating productivity on a field scale, which can help government 

agencies and farmers in decision-making. 

 

Keywords: Precision agriculture. Vegetation indices. Machine learning. 
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1.  INTRODUÇÃO GERAL 

 

A identificação precisa da produtividade de uma cultura em diferentes estádios de 

crescimento subsidiam os agricultores e órgãos governamentais no processo de tomada de 

decisão, facilitando o manejo em zonas específicas, tornando a agricultura mais produtiva e 

sustentável (HUNT et al., 2019; KHAKI et al. 2021). 

Convencionalmente, a produtividade é estimada em campo utilizando amostra, 

colheitadeiras equipadas com sensores de peso e umidade e emprego de modelos 

agrometeorológicos. No entanto, estas técnicas demandam tempo e recursos financeiros que, 

por muitas vezes, não são acessíveis aos produtores (KHANAL et al., 2018). 

Porém com a o avanço na disponibilização de imagens orbitais com boas resoluções 

espectrais, espaciais e temporais, o sensoriamento remoto tornou-se uma alternativa as técnicas 

convencionais com resultados satisfatórios na estimativa da produtividade (BATTUDE et al., 

2016; PERALTA et al., 2016; NGIE et al., 2018).  

Para estimativa da produtividade, os dados espectrais são transformados para índice de 

vegetação espectral, que é uma medida não dimensional de reflectâncias espectrais usando uma 

operação algébrica como razão, diferença, diferença ponderada ou diferença normalizada em 

duas ou mais bandas para quantificar as características biofísicas da vegetação. Um índice 

eficiente deve primeiramente ser sensível a uma condição biofísica da cultura, tais como área 

foliar e concentração de clorofila, bem como deve mitigar os ruídos provenientes, por exemplo, 

da reflectância proveniente do solo e diminuir os efeitos atmosféricos e da topografia (JI et al., 

2014). 

De acordo com Ponzoni; Shimabukuro; Kuplich (2015), o comportamento da 

reflectância foliar está relacionada aos agentes pigmentantes na região do espectro do visível 

(sendo a absorção elevada em razão do aproveitamento da radiação no processo fotossintético) 

e à estrutura foliar, que influencia no retroespalhamento da faixa do infravermelho e, por fim, 

do conteúdo de água no tecido vegetal que resulta em maior absorção de ondas curtas. 

Assim, considerando uma vegetação sadia, sem restrições de água e/ou problemas 

nutricionais e de outra natureza, o padrão espectral pode ser empregado para correlacionar 

características da cultura que medem seu potencial produtivo. As diferenças relativas nas 

características espectrais vermelho e infravermelho próximo formam a base de vários índices 

de vegetação, que são projetados para avaliar a condição da vegetação (LIU et al., 2018).

 Ao longo dos anos, vários foram os índices de vegetação desenvolvidos, sendo um dos 

principais o Índice de Vegetação por Diferença Normalizada (NDVI), que relaciona as bandas 
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do infravermelho próximo e vermelho e tem correlação positiva com a biomassa. Com a mesma 

ideia do NDVI, o Green Normalized Difference Vegetation Index (GNDVI) é capaz de se 

relacionar diretamente com pigmentos fotoativos em plantas, além de se distinguir do NDVI 

usando a faixa verde em vez da vermelha (GITELSON et al., 1996). 

Para corrigir os efeitos provocados pela atmosfera e solo e maximizar a relação com a 

biomassa, foram propostos os índices de vegetação melhorado (EVI), composto das bandas 

azul, vermelha e infravermelha, que são associais a coeficientes de ajustes da atmosfera, e o 

Índice de Vegetação Ajustado ao Solo (SAVI), que incorporava uma variável para ajustar a 

cobertura do solo (ALVINO et al., 2020). Por fim, também foram desenvolvidos índices que se 

relacionam ao conteúdo de água, tais como o índice de água de diferença normalizada (NDWI), 

usado para monitorar mudanças no teor de água das folhas usando comprimentos de onda do 

infravermelho e infravermelho de ondas curtas (SWIR) (GAO, 1996). 

Para processamento dos índices de vegetação, diversos sensores podem fornecer bandas 

espectrais como entrada para os modelos, porém a maioria dos estudos utiliza os sensores 

embarcados nos satélites Sentinel e Landsat porque as imagens são disponibilizadas 

gratuitamente e possuem boas especificações que podem ser utilizadas para monitoramento 

agrícola. O Sentinel-2A multiespectral (MSI) possui 13 bandas de comprimento de onda 

reflexivas, sendo quatro bandas visíveis e de infravermelho próximo (NIR) de 10 m, seis bandas 

de borda vermelha de 20 m, infravermelho próximo e infravermelho de ondas curtas (SWIR) e 

três bandas de 60 m (DRUSCH et al., 2012). O Landsat-8 OLI tem nove bandas de comprimento 

de onda reflexivas com seis delas (azul, verde, vermelho, NIR, SWIR-1, SWIR-2) projetadas 

para aplicações terrestres com 30 m de resolução espacial (IRONS et al., 2012). 

Atualmente, várias abordagens utilizando índices de vegetação por sensoriamento 

remoto para estimar a produtividade estão sendo integradas com outras variáveis para aumentar 

a acurácia dos modelos preditivos. De acordo com Iniyan; Varma e Nnaidu (2023), a previsão 

do rendimento da colheita está entre as questões mais difíceis no campo, e vários modelos foram 

propostos. Este problema requer a utilização de alguns conjuntos de dados com base no fato de 

que o rendimento da colheita é afetado por várias condições, como solo, clima e cultura. Isso 

demonstra que estimar o rendimento das culturas não é uma interação clara, mas uma sucessão 

de avanços complexos. 

Ante essa problemática, a estimativa de rendimento com o uso de técnicas de 

aprendizado de máquina vem se mostrando eficiente. O aprendizado de máquina é uma 

abordagem que pode fornecer melhor previsão de rendimento com base em diversas variáveis 

a partir de modelos que definem padrões e correlações dos conjuntos de dados. Os modelos são 
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treinados usando conjuntos de dados, e posteriormente testados com dados que pertencem ao 

conjunto de dados, mas que não foram treinados (VAN KLOMPENBURG; KASSAHUN; 

CATAL., 2020). 

Na aprendizagem de máquina, vários modelos são amplamente empregados para 

relacionamento entre variáveis independentes e dependentes, com destaque para os algoritmos 

Decision Tree - DT, Random Forest - RF e Support Vector Machines - SVM. RF é um modelo 

de ML comumente empregado para classificação e regressão. Ele constrói várias árvores de 

decisão independentes para o ajuste do modelo. As variáveis de entrada são selecionadas 

aleatoriamente, e os subconjuntos são usados para calcular a melhor saída do modelo. A 

previsão é avaliada a partir do valor médio de todas as árvores (BREIMAN, 2001). 

O SVM é um método de aprendizado de máquina que constrói um hiperplano ou 

conjunto de hiperplanos em um espaço de dimensão alta ou infinita, que pode ser usado para 

classificação ou regressão. Para previsão, o SVM compara a distância entre os pontos do 

conjunto de dados para verificar sua semelhança, sendo uma boa separação entre hiperplanos é 

obtida por meio de diferentes tipos de funções kernel, como linear, radial,  sigmoide e 

polinomial (JU et al., 2021; AHMED et al., 2022). 

Várias pesquisas mostraram a eficiência do uso de técnicas de aprendizagem de máquina 

para previsão da produtividade de diversas culturas e em diferentes escalas, possibilitando o 

conhecimento da variabilidade espacial e temporal do potencial produtivo (SON et al., 2022; 

BOORI et al., 2023; SONG, 2022). Porém, muitas vezes esses estudos utilizam um conjunto de 

dados ambientais de várias fontes, com quantidade significativa de amostras para cada variável, 

o que torna seus resultados inacessíveis a pequenos e médios produtores. Portanto, torna-se 

imperativo o desenvolvimento de estudos com menor número de fontes de dados e que estas 

sejam de fácil aquisição e manipulação, além de poderem ser aplicadas em escala de campo. 

Nesse contexto, o presente estudo tem por objetivo estimar a produtividade do milho 

em pequena propriedade na região semiárida, a partir da integração de dados de sensoriamento 

remoto orbital e variáveis do solo modelados por técnicas de regressão linear e aprendizagem 

de máquina. 
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 2. ARTIGO 1: RELAÇÃO ENTRE ÍNDICES DE VEGETAÇÃO E PROPRIEDADES 

DO SOLO PARA PREDIÇÃO DA PRODUTIVIDADE DO MILHO POR MEIO DE 

APRENDIZAGEM DE MÁQUINA 

 

RESUMO 

O monitoramento e previsão do potencial produtivo de uma cultura estão entre os instrumentos 

mais importantes para tomadas de decisões na agricultura. Dessa forma, conhecer de forma 

antecipada quais variáveis têm mais significância na predição da produtividade permite a 

otimização de recursos financeiros, com adoção de melhores práticas de manejo. Nesse sentido, 

o presente estudo objetivou estimar a produtividade do milho integrando dados do solo e índices 

de vegetação por meio de métodos de aprendizagem de máquina. O estudo foi conduzido em 

uma área de 9 hectares cultivada com milho irrigado por pivô central, situada na Fazenda 

experimental da Universidade Federal Rural do Semi-Árido. Foi delineada uma malha amostral 

com 66 pontos, nos quais foram obtidas a produtividade, frações de areia, silte e argila nas 

camadas de 0-20; 20-40 e 40-60 cm e, por fim, dados químicos de Potencial Hidrogeniônico 

(pH), Condutividade elétrica (Ce), Carbono orgânico total (COT), Fósforo (P), Sódio (Na), 

Potássio (K), Magnésio (Mg), Acidez potencial (H+AL), Soma de base (SB), CTC efetiva (t), 

CTC pH 7 (T), Saturação por bases (V) e Porcentagem de sódio total (PST), na camada de 0-

20 cm. Além dessas variáveis, foram processados oito índices de vegetação derivados do sensor 

multiespectral do sentinel 2A em três datas correspondentes a 30, 45 e 75 dias após a semeadura. 

Inicialmente, os dados de solo e produtividades foram submetidos à geoestatística e, para 

predição da produtividade, foram utilizados a correlação Pearson e os métodos de aprendizagem 

de máquina Decision Tree – DT, Random Forest - RF e Support Vector Machines – SVM. De 

maneira geral, os métodos de aprendizagem de máquina superaram a correlação Pearson. O 

SVM utilizando índices de vegetação com variáveis do solo foi o modelo com melhor 

desempenho (RMSE 175,2 Kg/ha, R² 0,98), sendo o Índice Infravermelho de Diferença 

Normalizada com 30 dias após a semeadura a variável de maior contribuição. 

 

Palavras-chaves: Agricultura de precisão; sensoriamento remoto; inteligência artificial  
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ARTICLE 1: RELATIONSHIP BETWEEN VEGETATION INDEX AND SOIL 

PROPERTIES FOR PREDICTING CORN PRODUCTIVITY BY MEANS OF 

MACHINE LEARNING 

 

ABSTRACT 

 

Monitoring and forecasting the productive potential of a crop is one of the most important tools 

for decision-making in agriculture. Thus, knowing in advance which variable is most significant 

in predicting productivity allows for the optimization of financial resources, with the adoption 

of better management practices. In this sense, the present study aimed to estimate corn 

productivity by integrating soil data and vegetation indices through machine learning methods. 

The study was conducted in an area of 9 hectares cultivated with center pivot irrigated corn, 

located at the experimental farm of the Federal Rural University of the Semi-Arid. A sampling 

mesh with 66 points was designed, in which productivity, fractions of sand, silt and clay were 

obtained at layers of 0-20; 20-40 and 40-60cm, and finally chemical data on Hydrogenionic 

Potential (pH), Electrical Conductivity (Ce), Total Organic Carbon (TOC), Phosphorus (P), 

Sodium (Na), Potassium (K), Magnesium (Mg), Potential acidity (H+AL), Sum of base (SB), 

Effective CTC (t), CTC pH 7 (T), Base saturation (V) and Percentage of total sodium (TSP), at 

the layers of 0-20cm. In addition to these variables, eight vegetation indices derived from the 

sentinel 2A multispectral sensor were processed at three dates corresponding to 30, 45 and 75 

days after sowing. Initially, soil and yield data were submitted to geostatistics and, for yield 

prediction, Pearson correlation and Decision Tree – DT, Random Forest – RF and Support 

Vector Machines – SVM machine learning methods were used. Overall, machine learning 

methods outperformed the Pearson correlation. The SVM using vegetation indices with soil 

variables was the model with the best performance (RMSE 175 kg/ha, R² 0.98), with the 

Infrared Normalized Difference Index 30 days after sowing, being the variable with the greatest 

contribution. 

 

Keywords: Precision agriculture; remote sensing; artificial intelligence. 
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INTRODUÇÃO 

 

No Brasil, o milho (Zea mays) é uma das principais culturas econômicas e destaca-se 

na sua capacidade de gerar diversos subprodutos. Conforme IBGE (2022), a estimativa da 

produção para 2022 é de 109,6 milhões de toneladas. Dada essa relevância, o conhecimento 

prévio, de modo eficiente, da produtividade do milho constitui instrumento de planejamento 

que facilita na logística do produto e define estratégia para gerenciamento das lavouras, 

auxiliando os agricultores no processo de tomada de decisão (KAYAD et al., 2019). 

São vários os fatores que influenciam na produtividade agrícola, com destaque para as 

propriedades físicas e químicas do solo, bem como parâmetros biofísicos da cultura. Assim, 

para acurada predição da produtividade, faz-se necessário compreender o comportamento 

espacial e temporal das variáveis do solo e da planta que condicionam a produtividade agrícola. 

Nesse contexto, a aplicação de técnicas de agricultura de precisão facilita a obtenção de 

informações espaciais, o que melhora a gestão da produção, reduz custos operacionais e de 

insumos, além de mitigar os impactos ambientais da agricultura (CHLINGARYAN; 

SUKKARIEH; WHELAN, 2018). 

Entre as técnicas de agricultura de precisão mais promissoras e atuais para previsão de 

safras está o emprego do sensoriamento remoto, técnica capaz de obter informações de 

refletância espectrais das culturas que isoladamente não são suficientes para estimar a 

produtividade das culturas, mas a partir do desenvolvimento de índices de vegetação, com 

avaliação periódica, resultam em dados relacionadas ao potencial produtivo (TAŞAN et al., 

2022). 

 Conforme Ali et al (2022), uma das maneiras mais simples de previsão da produtividade 

é utilizar métodos empíricos com poucos dados de entrada que correlacionam índices de 

vegetação com produtividade, porém seus resultados ficam limitados. Assim, além de índices 

de vegetação, a inclusão de variáveis físicas e químicas do solo modeladas por métodos mais 

consistentes pode potencializar os resultados preditivos da cultura. 

Para consecução desse objetivo, técnicas de aprendizagem de máquinas estão sendo 

amplamente aplicadas. São técnicas que têm por objetivo identificar padrões e correlações a 

partir do aprendizado de um conjunto de dados, facilitando a previsão de rendimento das 

culturas. Os modelos preditivos são construídos a partir do treinamento de séries histórias, 

sendo segmentada uma parte dos dados para teste, a fim de avaliar o desempenho dos modelos 

(VAN KLOMPENBURG; KASSAHUN; CATAL, 2020).          
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O potencial dessa tecnologia minimiza as limitações dos métodos convencionais de 

determinação da produtividade do milho, obtidos por amostragem ou máquinas no momento da 

colheita, que são onerosos e não conseguem antecipar as ações dentro do ciclo atual da cultura. 

Assim, essas técnicas permitem a obtenção de mapas das propriedades do solo e produtividade 

agrícola antes da colheita, o que subsidia na gestão espacial do campo, melhorando a 

produtividade (KHANAL et al., 2018). 

Além disso, devido às características espacial e temporalmente não lineares dos 

rendimentos das culturas, modelos não lineares e modelos de aprendizado de máquina são mais 

precisos do que métodos de previsão simples, como regressão linear (KAMIR; WALDNER; 

HOCHMAN, 2020).  

Diversos estudos comprovaram a eficácia do emprego de imagens de sensoriamento 

remoto e aprendizagem de máquina para predição da produtividade agrícola, a exemplo dos 

estudos de (ZHANG et al., 2022) e (LEE et al., 2022). Porém, são estudos que demandam um 

conjunto de dados agrometeorológico, da cultura e de manejo que, muitas vezes, são difíceis e 

custosos e, portanto, não estão acessíveis ao pequeno produtor, inviabilizando sua praticidade 

em escala de campo. 

Para estudar as propriedades do solo relacionadas à produtividade por meio de 

aprendizagem de máquina, é necessária uma quantidade densa de amostra de solo, o que 

inviabiliza economicamente, para o pequeno e médio produtor rural, o manejo em zonas 

específicas, sendo que amostras insuficientes levam a um resultado que não reflete em detalhes 

a heterogeneidade do solo, especialmente em escala dentro de campo, o que compromete a 

previsão da produtividade. Assim, técnicas geoestatísticas surgem como instrumento essencial 

na delimitação de zonas de manejo e diminuição de custos amostrais (PUSCH et al., 2021; 

ZHANG et al., 2022) 

Ante o exposto, este estudo teve o objetivo de prever a produtividade do milho a partir 

de dados de solo e índices de vegetação por técnicas de aprendizagem de máquina. 

 

MATERIAL E MÉTODOS 

 

Área de Estudo 

 

O estudo foi conduzido na Fazenda Experimental Rafael Fernandes, pertencente à 

Universidade Federal Rural do Semi-Árido – UFERSA, localizada no Município de Mossoró, 

sob coordenadas em UTM de 9440500 e 677500 (Figura 1). 
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Figura 1. Localização da área de Estudo. 

 
Fonte: Base Cartográfica IBGE 2021. 

 

Plantio e Manejo 

 

Na área de estudo, foi semeada a cultivar BM855PRO2 (BIOMATRIX), em 19 e 

20/03/2020, com espaçamento entre linhas de 60 cm. O preparo do solo consistiu de uma 

escarificação com 35 cm de profundidade, uma gradagem aradora e uma gradagem niveladora. 

Foi realizada adubação de fundação com 300 kg de MAP granulado/ha, e a área foi fertirrigada 

por pivô central com aplicação de 80,78 kg/ha de N (Ureia), 80,52 kg/ha de K2O (KCL), 2,12 

kg/ha de B (ácido bórico) e 2,45 kg/ha de Zn (sulfato de zinco). 

Foi realizada uma quimigação com 500 ml de Prêmio e dois litros de Keshet no dia 

15/04/2020, além de uma aplicação de glifosato (4,0 l/ha) no dia 08/04/2020. 

 

Amostragem de solo 
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66 amostras foram coletadas antes da semeadura, em uma área de 9 hectares, para 

caracterização dos parâmetros do solo. Foi estabelecida malha retangular medindo 1,80 de 

largura por 8 metros de comprimento, equivalente a três linhas de plantio. Cada amostra foi 

georreferenciada com GPS com precisão de três a cinco metros no ponto médio das respectivas 

malhas (Figura 2). 

        Figura 2. Amostras para coleta do solo e produtividade. 

 
        Fonte: Autor. 

 

Para as variáveis do solo, foi empregado um trado holandês e extraídas as amostras nas 

camadas de 0-20, 20-40, 40-60 cm, para determinação da textura e 0-20 cm para caracterização 

química. Cada amostra foi constituída de três amostras simples obtidas nas imediações dos 

pontos georreferenciados. Os parâmetros analisados foram Granulometria, Potencial 

hidrogeniônico (pH), Condutividade elétrica (Ce), Carbono orgânico total (COT), Fósforo (P), 

Sódio (Na), Potássio (K), Magnésio (Mg), Acidez potencial (H+AL), Soma de base (SB), CTC 

efetiva (t), CTC pH 7 (T), Saturação por bases (V) e Porcentagem de sódio total (PST). 

 

Determinação da produtividade 

 

Para cada malha amostral (Figura 2), que corresponde a uma amostra, foram coletadas 

todas as espigas que posteriormente foram debulhadas, tendo sido os grãos pesados, secos em 
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estufa e sua massa corrigida para umidade de 13,5%. Assim, a produtividade foi calculada 

conforme equação 1. 

 

MCC = Massa Total * 
(100 - UOB)

(100 - UD)
                                                                                                 (1) 

 

em que MCC= Massa de campo corrigido; UOB é a umidade obtida e UD é umidade desejada. 

 

Geoestatística 

 

Os dados físicos, químicos e da produtividade foram submetidos à geoestatística e 

estimados para uma resolução espacial de dez metros, totalizando 882 dados. Para tanto, foi 

empregado o complemento instalado no QGIS Smart Map (PEREIRA et al., 2022). 

Inicialmente, os dados foram filtrados para identificar outliers (TUKEY, 1977) e, em 

seguida, foram estabelecidos os semivariogramas empíricos proposto por (MATHERON, 

1963), conforme Equação 2. Considerou-se que cada ponto no semivariograma consta de um 

número mínimo de pares com 50 combinações e que a distância do ponto de corte dos “lags” 

foi de 60% da máxima distância. 

  

           y(h) =  
1

2𝑁(ℎ)
∑ [Z(xi) − Z(xi + h)]2N(h)

i=1                                                                                         (2) 

                                                                             

em que N(h) é o número de pares de valores experimentais medidos em [Z(x i), Z(xi +h)], 

separados pelo vetor h. 

Para o ajuste do semivariograma experimental, foram empregados os modelos (a) 

esféricos,  γ(h) = C0 + C1 [1,5 (h/A) - 0,5 (h/A)3] para (0 < h ≤ A) e γ(h) = C0 + C1 para h > A; 

(b) exponencial, γ(h) = C0 + C1 [1-exp (-h/A)]; e (c) gaussiano, γ(h) = C0 + C1 [1-exp (-h2/A2)], 

em que C0 é o efeito pepita, C1 é a variância estruturada, “d” é a distância máxima na qual o 

semivariograma é definido e “A”, o alcance. O melhor ajuste foi definido pelo menor valor da 

raiz quadrada do erro médio (RMSE) no processo de validação cruzada, conforme Equação 3. 

     

            RMSE = √
1

N
∑ {Ž(xi) − Z(n

i=1 Xi)}2                                                                         (3) 

                                

em que: Z (Xi) é o valor observado, Ž(xi) é o valor previsto e N é o número de amostras. 
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O grau de dependência espacial dos semivariogramas ajustados foi avaliado pelo grau 

de dependência espacial (GD) proposto por Cambardella et al. (1994), considerando forte 

dependência para um GD < 25%, moderada dependência com  25% < GD < 75% e fraca 

dependência quando o GD > 75%. O valor de GD é dado pela Equação 4. 

    

           GD = {
C0

C0 + C1
} x100                                                                                                        (4)               

 

Após a escolha dos modelos e verificadas quais variáveis apresentaram dependência 

espacial, foi realizada a interpolação por meio da Krigagem ordinária para obtenção dos valores 

dos locais não amostrados conforme Eq. 5. 

 

Z∗(X0) = ∑ ʎi
N
i=1 Z(xi)                                                                                                             (5) 

                                                                                                   

em que z*(Xo) é a variável interpolada, λi são os pesos associados aos pontos vizinhos e Z(xi), 

o valor da variável no ponto vizinho.  

 

Índices de vegetação - IV 

   

Os índices de vegetação foram obtidos a partir das imagens do sensor multiespectral do 

satélite Sentinel-2, Nível 2A, correspondente à reflectância na baixa atmosfera e com correção 

geométrica, adquiridas na plataforma Copernicus Open Access Hub (Tabela 1). 

Foram utilizadas as bandas Azul (B2 – 490 nm), Verde (B3 – 560 nm), Vermelho (B4 

– 665 nm), borda do vermelho (B5 – 705 nm), infravermelho (B8 – 842 nm) e infravermelho 

de ondas curtas (B12 – 2190 nm). Para dispor todas as imagens na mesma resolução espacial, 

as bandas B5 e B12 foram reamostadas para 10 metros, utilizando o interpolador B spline 

constante no System for Automated Geoscientific Analyses SAGA e, posteriormente, os índices 

foram processados na calculadora raster do QGIS 3.18. 

Para avaliação do potencial produtivo em diferentes estágios de desenvolvimento, 

utilizou-se a idade da cultura definida a partir do número de dias após a semeadura com imagens 

nas datas de 20/04/20; 05/05/20 e 04/06/20, correspondente a 30, 45 e 75 dias após a semeadura 

- DAS. Ressalta-se que a periodicidade da avaliação decorreu da necessidade de obter imagens 

sem nenhuma nebulosidade, bem como obter informações com boa antecedência da colheita de 



26 

 

forma a atender pontos críticos de produtividade, que são a fase de florescimento e enchimento 

de grãos.  

 

Tabela 1. Índices de Vegetação derivados das imagens sentinel 2A. 
Índices de Vegetação Modelo Referência 

Índice de Vegetação por Diferença 

Normalizada - NDVI 

(B8-B4)/(B8+B4) Rouse et al. (1973) 

Razão Simples - RS B8/B4 Jordan. (1969) 

SAVI (1+Ls)*(B8-B4)/(Ls+B8+B4) Huete (1988) 

Índice de Vegetação da 

Diferença Normalizada 

Verde - NDVIG 

(B8-B3)/(B8+B3) Gitelson et al. (1996) 

Índice de Vegetação por Diferença 

Normalizada na Borda Vermelha - 

NDRE 

(B8-B5)/(B8+B5) Gitelson; Merzlyak (1994) 

Índice da Clorofila 

Verde - CIgrenn 

(B8/B4) - 1 Gitelson et al. (2005) 

Índice de Vegetação Melhorado - 

EVI 

2,5(B8-B4)/(B8+6B4 -7,5B2+ 1) Huete et al. (1997) 

Índice Infravermelho de Diferença 

Normalizada - NDII 

(B8-B12)/(B8+B12) Serrano et al. (2000) 

 Onde Ls é o fator de ajuste que representa o brilho do solo e varia de acordo com a densidade da cobertura vegetal. 
Foram testados valores de ajuste de 0.5 a 1. B2 é o espectro azul, B3 verde, B4 vermelho, B5 borda do vermelho, 
B8 infravermelho, B12 infravermelho de ondas curtas. 
 

 

Aprendizagem de Máquina 

 

Inicialmente, foi analisado o coeficiente de correlação de Pearson do conjunto de dados. 

Na modelagem por aprendizagem de máquina, foram utilizados os modelos supervisionados e 

não paramétricos de regressão de Árvore de Decisão (Decision Tree - DT), Floresta Aleatória 

(Random Forest - RF) e Máquina de Vetores de Suporte (Support Vector Machines - SVM). 

Para a execução dos modelos, foi utilizada a biblioteca Python ELI5 na plataforma Google 

Colab. Nesse contexto, classificaram-se como variáveis independentes os dados de textura, 

propriedades químicas e índices de vegetação e, como dependente, a produtividade. 

O DT fornece um único resultado de saída a partir de um fluxograma obtido do conjunto 

de variáveis. Em vez de selecionar aleatoriamente partes das amostras, o DT usa todas as 

amostras do conjunto de treinamento para ajustar as árvores de regressão, sendo que o valor 
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modelado final é, portanto, calculado usando a última árvore de regressão, que foi processada 

e aprimorada várias vezes. 

Diferentemente, RF opera construindo um conjunto de árvores de decisão, sendo cada 

árvore selecionada aleatoriamente a partir do conjunto de variáveis. O Resultado da 

produtividade será a média predita por todas as árvores. O modelo diminui a imprecisão da 

predição por utilizar um amplo conjunto de resultados. 

Por sua vez, SVM é um método fundamentado na construção de um conjunto de 

hiperplanos com objetivo de separar as variáveis que apresentam um padrão que explica a 

produtividade. Para construção dos hiperplanos, foram empregadas funções kernel linear, radial 

e polinomial. 

Para simplificação e melhor entendimento dos resultados, primeiramente os três 

modelos foram executados individualmente, para previsão da produtividade, para um conjunto 

de cinco grupos de variáveis segregadas da seguinte forma: Textura; Variáveis químicas; IV na 

data de 20/04/2020; IV na data de 05/05/2020 e, por fim, IV na data 04/06/2020. 

 A partir do modelo mais acurado, utilizou-se a técnica Permutation Importance para 

extrair as três variáveis mais importantes de cada grupo, totalizando no final quinze variáveis, 

que formaram um novo conjunto de dados com as melhores variáveis, as quais foram 

submetidas novamente às técnicas de aprendizagem de máquina. 

No procedimento, os dados foram distribuídos em 70% como treinamento e 30% como 

validação. A avaliação da acurácia dos modelos consistiu em comparar a produtividade 

observada em campo com a prevista com a utilização das medidas do Coeficiente de 

Determinação - R², da Root Mean Square Error - RMSE (Raiz Quadrada do Erro Médio) (Eq. 

3), Mean Absolute Error – MAE (Erro Médio Absoluto) (Eq. 6) e Mean Absolute Percent Error 

– MAPE (Erro Percentual Absoluto Médio) (Eq. 7). 

 

MAE =  
1

𝑁
 ∑ ⌊Ž𝑖 − 𝑍𝑖⌋𝑛

𝑖 =1                                                                                                           (6) 

 

MAPE =  [
1

𝑁
 ∑

|Ž𝑖 −𝑍𝑖|

𝑍𝑖

𝑛
𝑖=1 ]                                                                                                          (7) 

    

Em que n é o número de amostra, Ži é o valor previsto e Zi é a resposta da variável observada. 
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RESULTADOS E DISCUSSÃO 

 

Geoestatística 

 

Ao aplicar métodos geoestatístico para as variáveis deste estudo (Tabela 2 e 3), observa-

se, com exceção do fósforo e da areia total 20-40 cm, que as demais variáveis apresentaram 

algum grau de dependência espacial, com a maioria apresentando moderada a forte dependência 

espacial. 

 

Tabela 2. Modelos e parâmetros estimados dos semivariogramas de alguns atributos químicos 

do solo e produtividade. 

Atributo  Modelo  C0  C0+C1  A (m)  GD(%)  Class  
R² 

RMSE  

Prod (Kg/ha) Esferico 1735947 4745285 181 36 Moderado 0,85 1786 

Ph Exponencial 0,047 0,120 89 39 Moderado 
0,66 

0,314 

Ce Exponencial 0,001 0,002 157 50 Moderado 0,62 0,040 

COT Exponencial 1,677 2,757 234 61 Moderado 0,55 1564 

P - - - - - 
Sem 

dependência 
0 

- 

K Exponencial 0,001 0,003 82 33 Moderado 
0,71 

0,057 

Na Esférico 0,000 0,001 174 0 Forte 0,90 0,024 

Ca Esférico 0,036 0,044 230 81 Fraca 0,43 0,219 

Mg Gaussiano 0,008 0,126 183 6 Forte 
0,92 

0,147 

H + AL Gaussiano 0,028 0,063 163 44 Moderada 0,94 0,189 

SB Gaussiano 0,098 0,160 230 61 Moderada 
0,91 

0,344 

t Gaussiano 0,098 0,160 230 61 Moderada 0,91 0,344 

T Gaussiano 0,179 0,215 230 83 Fraca 0,84 0,457 

V Gaussiano 19,157 58,283 182 33 Moderada 
0,94 

4,848 

PST Gaussiano 0,240 0,799 179 30 Moderada 0,90 0,582 

C0 - Efeito pepita; C0 + C1 - patamar; A - Alcance; GD - Grau de dependência espacial (C1/C0 + C1); Class - 
Classificação; RMSE- Raiz quadrada do erro médio. 
 

Os atributos que apresentaram forte dependência espacial são mais influenciados por 

propriedades intrínsecas do solo, tais como material de origem, ao passo que os que 

apresentaram fraca dependência são mais influenciados por fatores externos, a exemplo do 

manejo de solo e água (CAMBERDELLA et al., 1994). Assim, neste estudo observa-se que o 

manejo adotado periodicamente na área de estudo influenciou na concentração dos elementos 

químicos.  

Os resultados divergem quando a padronização dos melhores modelos de 

semivariograma, mesmo utilizando a mesma variável (a exemplo da granulometria), mas em 



29 

 

profundidades diferentes, inexistindo um modelo padrão mais eficiente para estimar as 

propriedades do solo por geoestatística. 

Quando avaliado o alcance, todos os resultados corroboram com a malha amostral 

utilizada no estudo, sendo que o alcance foi muito superior à distância média de amostras, que 

foi de 40 metros. Assim, para a dimensão da área de estudo (9 ha) a quantidade de amostra 

utilizada foi suficiente para representar a variabilidade espacial do solo e da produtividade. 

Diante desses resultados, a krigagem ordinária foi eficiente para aumentar o número de 

amostras no intuito de obter um banco de dados com quantitativo suficiente de informações 

para treinamento e validação por técnicas de aprendizagem de máquina, que requerem grande 

conjunto de dados para sua execução. 

 

Tabela  3. Modelos e parâmetros estimados dos semivariogramas da textura do solo. 

Atributo  

Cam. 

(cm) Modelo  C0  C0+C1  A (m)  GD(%)  Class  

R² 

RMSE  

Areia Grossa 

0-20 

Esférico 22383 84792 110 26 Moderada 0,85 184,437 

Areia Fina Gaussiano 14777 52088 76 28 Moderada 0,79 123,959 

Areia Total Esférico 41547 87670 168 51 Moderada 0,79 208,316 

Silte Gaussiano 38,945 47,248 243 82 Fraca 0,24 6,396 

Argila Exponencial 387,439 4725,702 129 8 Forte 0,94 46,767 

Silte/Argila Gaussiano 0,001 0,008 230 12 Forte 0,78 0,042 

Areia Grossa 

20-
40 

Esférico 16617,988 72089,037 104 23 Forte 0,84 163,288 

Areia Fina Esférico 7846,988 42510,069 100 18 Forte 0,81 116,300 

Areia Total - - - - - S,D - - 

Silte Gaussiano 37,300 48,138 231 77 Fraca 0,53 5,964 

Argila Esférico 1394,109 4707,844 74 29 Moderada 0,71 49,670 

Silte/Argila Gaussiano 0,003 0,012 230 25 Moderada 0,76 0,068 

Areia Grossa 

40-
60 

Gaussiano 22342,921 51961,502 111 42 Moderada 0,89 144,828 

Fina Esférico 13505,659 31048,227 170 43 Moderada 0,97 117,308 

Areia Total Esférico 858,699 1090,867 200 79 Fraca 0,36 31,984 

Silte Esférico 19,681 25,493 188 76 Fraca 0,71 4,600 

Argila Esférico 1227,729 3898,550 108 31 Moderada 0,86 42,783 

Silte/Argila Esférico 0,0001 0,003 230 3 Forte 0,78 0,026 

C0 - Efeito pepita; C0 + C1 - patamar; A - Alcance; GD - Grau de dependência espacial (C1/C0 + C1); Class - 
Classificação; RMSE- Raiz quadrada do erro médio. 

 

Relação entre Índices de Vegetação, propriedades do solo e Produtividade por Correlação 

Pearson 

 

Analisando o conjunto de dados utilizados no estudo, os índices de vegetação em sua 

totalidade apresentaram boa correlação direta com a produtividade, com melhor relação 

representada pelo índice de vegetação Índice Infravermelho de Diferença Normalizada – NDII 
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30 dias após a semeadura – DAS (R² = 0,84). Relativamente à textura, a argila, em todas as 

profundidades, teve relação positiva com a produtividade, ao passo que a areia grossa teve 

relação negativa. Nas relações químicas, têm destaque a Condutividade Elétrica (R² = 0,68) e 

Carbono Orgânico Total (R² 0,70) (Figura 3). 

 

Figura 3.  Correlação Pearson entre conjunto de dados e produtividade do milho. 

 
Comparando a correlação Pearson com os resultados da modelagem por aprendizagem 

de máquina, observa-se que ambas as metodologias obtiveram como melhor preditor de 

produtividade o NDII com 30 DAS, porém com melhoria na acurácia ao empregar técnicas de 

aprendizagem de máquina (Figura 3 e Tabela 4 e 5). 

Relativamente à textura, na comparação com a aprendizagem de máquina, a correlação 

Pearson foi adequada para indicar as variáveis mais importantes, considerando a argila como 

melhor preditor. Porém, quimicamente, divergindo da relação Pearson, os métodos de 

aprendizagem de máquinas não apresentaram uma variável de importância destacada. 

De modo geral, a relação individual entre as variáveis estudadas mostra-se eficiente para 

predição da produtividade do milho, porém com métricas menos acuradas do que as técnicas 

de aprendizagem de máquina. 

 

Relação entre Índices de Vegetação e Produtividade por Aprendizagem de Máquina 

 

Ao avaliar os modelos de aprendizagem de máquina que forneceram maior acurácia para 

previsão da produtividade utilizando índices de vegetação, verificou-se que, com exceção do 

DT com 30 e 75 dias após a semeadura (DAS), os modelos foram exatos, sendo o SVM, em 
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todas as métricas (RMSE, MAE, MAPE e R²), o melhor modelo para todas as datas, com 30 

DAS com a melhor precisão (Tabela 4). 

Esses resultados apontam que os modelos foram capazes de anteceder a produtividade 

do milho de forma expressiva, uma vez que com apenas 30 DAS foi possível correlacionar os 

dados de sensoriamento remoto com produtividade. Essa previsão fornece informações que 

permitem otimizar o manejo dentro do ciclo atual da cultura, facilitando a aplicação de técnicas 

de agricultura de precisão com o objetivo de aumentar a produtividade e a rentabilidade 

financeira. 

 

Tabela 4. Desempenho dos modelos para estimativa da produtividade com dados de índices 

de vegetação. 
 

Modelo 
Índices de Vegetação 

20-04-2020 (30 DAS) 05-05-2020 (45 DAS) 04-06-2020 (75 DAS) 

RMSE 
(Kg/ha) 

MAE 
(Kg/ha) 

MAPE 
(%) 

R² RMSE 
(Kg/ha) 

MAE 
(Kg/ha) 

MAPE 
(%) 

R² RMSE 
(Kg/ha) 

MAE 
(Kg/ha) 

MAPE 
(%) 

R² 

SVM 625,8 443,4 7,30 0,79 714 494,4 8,28 0,73 810 581,4 9,28 0,65 
DT 1009,2 662,4 10,55 0,46 1080,6 731,4 11,45 0,38 1038,6 742,2 11,82 0,43 
RF 723 526,8 8,62 0,72 806,4 594,6 9,74 0,65 814,2 616,2 9,88 0,65 

 

 

Quando avaliado o peso dos índices de vegetação do modelo mais acurado (SVM), 

apenas alguns índices influenciaram significativamente na predição da produtividade do milho, 

o Índice Infravermelho de Diferença Normalizada – NDII 30 DAS foi o mais efetivo na 

contribuição na estimativa da produtividade. Referido resultado pode estar associado porque o 

NDII mede indiretamente o conteúdo de água na folha e considerando que a área foi irrigada 

na maior parte do tempo, provável que na data próxima da obtenção das imagens, o milho foi 

irrigado e, portanto, apresentava boas condições hídricas que refletiram nesse índice de 

vegetação (Tabela 5). 

No entanto, para 45 DAS e 75 DAS o NDII não foi satisfatório para estimar a 

produtividade, sendo que para essas datas o Índice da Clorofila Verde – Cigrenn e a Razão 

Simples – RS foram mais adequados, porém com métricas de precisão do modelo inferiores ao 

NDII aos 30 DAS, podendo afirmar que o NDII foi o melhor preditor para previsão da 

produtividade do milho (Tabela 4 e 5). 
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Tabela 5. Importância dos índices de vegetação dos melhores modelos dos para estimativa da 

produtividade. 

 
IV 

Pesos dos índices de vegetação dos melhores modelos 

20-04-2020 (30 DAS) 05-05-2020 (45 DAS) 04-06-2020 (75 DAS) 

SVM SVM SVM 

NDVI 0,34 0,30 0,13 
RS 0,80 0,70 0,64 

SAVI 0,55 0,51 0,25 
NDVIG 0,12 0,18 0,13 
NDRE 0,46 0,49 0,38 

CIgrenn 0,79 0,71 0,63 
EVI 0,70 0,66 0,34 
NDII 0,86 0,50 0,35 

 

O fato do melhor índice de vegetação (NDII) e a maioria dos demais índices 

apresentarem maior peso com 30 DAS e, portanto, estimarem melhor a produtividade nesta 

data, pode estar associado à saturação dos índices na parte de maior produtividade do pivô, ou 

seja, mesmo com aumento da biomassa, os valores dos índices permanecem estáveis (Figura 

4). 

                       Figura 4. Comparação temporal do NDII com a produtividade do milho. 

 
              Fonte: Autor 

 

Assim, observa-se que a produtividade da área de estudo possui alta variabilidade 

espacial, ressaltando-se que à medida que aumentam os dias após a semeadura a diferença entre 
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o valor máximo e mínimo dos índices de vegetação tende a diminuir em razão da saturação do 

valor na parte de maior produtividade e do aumento dos valores dos índices na parte menos 

produtiva. 

Basicamente ocorreu que em parte da área de estudo o milho se desenvolveu de forma 

satisfatória, fazendo com que o índice de vegetação saturasse logo no início da fase de 

desenvolvimento, ao passo que em outra parte da área de estudo o milho apresentou deficiência 

no seu crescimento, o que se refletiu em menores valores dos índices. 

 Assim, à medida que o índice de área foliar do milho aumentava com o passar dos 

estádios vegetativos, os valores dos IV na parte de maior produtividade mantinham-se estáveis 

devido à saturação, ao passo que os IV da porção menos produtiva aumentam seus valores. 

Portanto, a maior amplitude de variação dos IV aos 30 dias coincidiu com maior amplitude de 

produtividade nas mesmas áreas.        

Além disso, observou-se que nas áreas de menor produtividade ocorreu maior falha de 

semeadura, o que provavelmente interferiu nos valores dos índices de vegetação e na 

produtividade. Portanto, nas condições de alta variabilidade espacial na produtividade o 

sensoriamento remoto pode fornecer nos estádios de desenvolvimento iniciais do milho 

informações mais exatas para estimar sua produtividade. 

Corroborando com este estudo, Ramos et al. (2020) demonstram que o aprendizado de 

máquina é viável para prever a produção de milho usando apenas índices de vegetação, porém 

apresentam o RF e os índices NDVI, NDRE e GNDVI como os melhores preditores da 

produtividade do milho. Nesses estudos, os diferentes resultados podem ser explicados pela 

infinidade de variáveis envolvidas, incluindo as diferenças de cultivar, plataformas de 

sensoriamento remoto, métodos de processamento e manejo da área.    

 

 Relação entre Propriedades do Solo e Produtividade por aprendizagem de Máquina 

 

As propriedades do solo constituídas das variáveis granulometria e elementos químicos, 

avaliadas isoladamente, contribuíram com métricas que mostram alta correlação para predizer 

a produtividade do milho. Ambos os modelos resultaram em valores elevados, sendo o DT (R² 

0,95 e RMSE 280,8 Kg/ha) e RF (R² 0,92 e RMSE 393 Kg/ha) os melhores para granulometria 

e propriedades químicas, respectivamente (Tabela 6). 
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Tabela 6. Desempenho dos modelos para estimativa da produtividade com dados de solo. 
 

 
Modelo 

Granulometria Química 

0-60 cm 0-20 cm 

RMSE 
(Kg/ha) 

MAE 
(Kg/ha) 

MAPE 
(%) 

R² RMSE 
(Kg/ha) 

MAE 
(Kg/ha) 

MAPE 
(%) 

R² 

SVM 419,4 295,2 4,44 0,90 394,2 275,4 4,03 0,91 
DT 280,8 187,8 2,80 0,95 399,6 233,4 3,49 0,91 
RF 357 267,6 3,95 0,92 393 292,8 4,40 0,92 

 

Em termos de granulometria, apesar dos modelos serem exatos para estimar a 

produtividade, apenas a argila nas camadas 20-40 cm apresentou peso 0,9, ao passo que as 

demais variáveis não contribuíram para a exatidão do modelo (Tabela 7). A contribuição 

expressiva de uma única variável no modelo pode estar associada à relação entre todas as 

variáveis, sendo que à medida que o conteúdo de argila aumenta ou diminui, as demais variáveis 

se alteram proporcionalmente. 

 

Tabela 7. Importância da granulometria do melhor modelo para estimativa da produtividade. 

 
Variáveis 

Pesos das variáveis físicas 

0-20 cm 20-40 cm 40-60 cm 

DT 

Areia 
Grossa 

0,01 0,01 0,03 

Areia Fina 0,02 0,01 0,03 
Areia Total 0,04 0,01 0,22 

Silte 0,17 0,04 0,01 

Argila 0,08 0,90 0,01 
Silte/Argila 0,04 0,01 0,01 

 

Nessas circunstâncias, nos modelos de aprendizagem de máquina as demais variáveis 

podem ser descartadas, uma vez que descrevem o mesmo padrão de distribuição em relação à 

produtividade. Observa-se na Figura 5 a produtividade foi diretamente proporcional à 

concentração de argila: nos locais onde a concentração de argila foi relativamente maior, a 

produtividade foi, igualmente, maior. 

 

Figura 5. Concentração de argila na camada 20-40 cm e produtividade. 

 
Fonte: Autor. 



35 

 

Ressalta-se que o estudo avaliou a granulometria em três camadas (0-20; 20-40; 40-60 

cm), e as propriedades químicas foram avaliadas somente na profundidade de 0-20cm. Assim, 

é muito provável que na camada de 20-40 cm a alta concentração de argila nas áreas mais 

produtivas influencie as propriedades químicas e/ou outros atributos físicos que não foram 

analisados neste estudo e que podem ter contribuído com a maior produtividade em áreas 

específicas. 

Diferentemente da granulometria, a previsão da produtividade por propriedades 

químicas não foi representada significativamente por nenhuma variável específica, sendo o 

PST, H+AL e SB as variáveis de maior peso, porém sem grande importância individual (Tabela 

8).   

 

Tabela 8. Importância das variáveis químicas para estimativa da produtividade. 

Pesos das variáveis químicas pelo RF 

Variável pH Ce Ca Mg COT P K Na H+AL SB t T V PST 

Peso 0,01 0,01 0,02 0,01 0,01 0,01 0,06 0,02 0,19 0,16 0,08 0,05 0,01 0,21 

Ph - Potencial Hidrogeniônico; Ce -  Condutividade elétrica; Ca - Cálcio; Mg -  Magnésio; COT -  Carbono 
Orgânico Total; P -  Fósforo; K -  Potássio; Na - Sódio; H+AL – Acidez Potencial; SB – Soma de Bases; t – 
Capacidade de Troca Catiônica Efetiva; T – Capacidade de Troca Catiônica Total; V – Saturação por Bases; PST 

– Porcentagem de Sódio Trocável. 
 

 

Relação entre as Melhores Variáveis e Produtividade por Aprendizagem de Máquina 

 

Avaliando a aplicação dos modelos de aprendizagem de máquina com as três melhores 

variáveis de cada grupo de indicadores (Índices de vegetação, granulometria e propriedades 

químicas), observa-se que os modelos continuaram exatos em estimar a produtividade, com o 

SVM (R² 0,98 e RMSE 175,2 Kg/ha) tendo o melhor desempenho (Tabela 9).  

 

Tabela 9. Desempenho dos modelos para estimativa da produtividade com as melhores 

variáveis. 
 

Modelo 
Melhores Variáveis 

RMSE 
(Kg/ha) 

MAE 
(Kg/ha) 

MAPE 
(%) 

R² 

SVM 175,2 116,4 1,75 0,98 
DT 389,4 237,6 3,69 0,92 
RF 384,6 268,2 4,06 0,92 

 

Dentre as variáveis analisadas, o NDII 30 DAS, na data de 20/04/20, foi a única que 

individualmente contribuiu para a exatidão do modelo (Tabela 10). Com esse resultado, pode-

se afirmar que, mesmo eficientes quando avaliadas isoladamente, a textura e variáveis químicas 
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pouco contribuem quando integradas a dados de sensoriamento remoto para a estimativa da 

produtividade. Nesse sentido, Cheng et al. (2022) verificaram que a textura teve pouca 

importância quando utilizada conjuntamente com outras variáveis.  

Esses resultados são consistentes com os encontrado por Meng et al. (2021), os quais, 

ao analisar a produtividade do milho com uso de 15 variáveis, concluíram que os índices de 

vegetação foram mais importantes do que dados de fertilidade do solo, porém o modelo mais 

exato foi o RF, que foi potencializado com a introdução de variáveis climáticas integradas aos 

índices de vegetação e variáveis de solo.   

Assim, os métodos empregados nesta pesquisa permitiram a redução de um conjunto 

inicial de 54 variáveis para apenas uma variável que, isoladamente, pode explicar a 

produtividade do milho com boa exatidão, mitigando gastos com análise de solos. A 

simplificação de variáveis para o caso deste estudo está diretamente relacionada à 

multicolinearidade de informações entre as variáveis, as quais, quando inseridas no modelo, 

não acrescentam em seu desempenho. Assim, sugere-se que, conforme as condições deste 

estudo, seja eficiente selecionar poucas variáveis de solo e índices de vegetação para 

modelagem da produtividade. 

Enfatiza-se que esses resultados são ligeiramente superiores ou igualmente eficientes 

aos estudos de Liu et al. (2022), que inseriram variáveis meteorológicas que, muitas vezes, 

necessitam de equipamentos sofisticados para sua medição.  

 

Tabela 10. Peso das variáveis mais importantes. 

Pesos das melhores variáveis pelos dados SVM 

Variável 
NDII 

(20/04) 

A.T 

(40-

60cm) 

S (0-

20cm) 

S/A 

(20-

40cm) 

PST SB 
EVI 

(05/05) 
H+AL RS(05/05) 

NDII 

(04/06) 

CIgrenn 

(05/05) 

NDRE 

(04/06) 

EVI 

(04/06) 

CIgrenn 

(20/04) 
RS(20/04) 

Peso 0,63 0,2 0,06 0,02 0,02 0,02 0,01 0,01 0,01 0,01 0,01 0,01 0,01 0,01 0,01 

NDII - Índice infravermelho de diferença normalizada; A.T – Areia Toral; S – Silte; S/A – Relação Silte e Argila; 
PST – Porcentagem de Sódio; EVI – Índice de Vegetação Melhorado; H+AL – Acidez Potencial; CIgrenn – Índice 

da Clorofila Verde; NDRE - Índice de Vegetação por Diferença Normalizada na Borda Vermelha 

 

CONCLUSÕES 

 

Os modelos de aprendizagem de máquina integrando diversas variáveis de fontes 

distintas foram mais eficientes do que as relações diretas para predição da produtividade do 

milho pela correlação Pearson. O Modelo SVM com a integração de variáveis de textura, 

químicas e IV foi o mais eficiente para estimar a produtividade do milho. 
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Quando avaliado o conjunto de dados individualmente, com avaliação da textura, 

propriedades químicas e índices de vegetação, os diferentes modelos de aprendizagem tiveram 

comportamento distinto, indicando que para cada conjunto de variáveis diferentes modelos são 

mais eficientes para prever a produtividade. 

A variável de maior importância na estimativa da produtividade do milho foi Índice 

Infravermelho de Diferença Normalizada medido aos 30 dias após a semeadura, indicando que 

o modelo foi eficiente em estimar a produtividade da cultura nas condições locais bem antes do 

período de colheita, possibilitando a aplicação de técnicas de agricultura de precisão que 

possam melhorar a produtividade nos locais de baixo potencial produtivo. 

Foi possível reduzir a quantidade de variáveis, sugerindo para futuros estudos a 

minimização da obtenção de variáveis, especialmente de propriedades químicas, com 

possibilidade de inclusão de outras propriedades do solo que podem ser mais representativas 

para construção dos modelos de estimativa da produtividade. 
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3. ARTIGO 2: PREDIÇÃO ESPAÇO-TEMPORAL DA PRODUTIVIDADE DO 

MILHO POR SENSORIAMENTO REMOTO ORBITAL 

 

RESUMO 

A produtividade agrícola é uma variável essencial para auxiliar o produtor e órgãos 

governamentais nos processos de tomadas de decisão. Apesar de importante, a produtividade 

não é um indicador capaz de gerar informações que melhorem o manejo da cultura em zonas 

específicas, sendo imprescindível o mapeamento de sua variabilidade espacial e temporal. A 

estimativa da produtividade de modo convencional depende de dados agrometeorológicos ou 

equipamentos mecanizados com elevado custo ao produtor. Assim, o emprego de imagens de 

satélites constitui boa ferramenta para o monitoramento do potencial produtivo. Nesse contexto, 

esta pesquisa visa a avaliar modelos espectrais oriundos de imagens de satélites para predição 

espacial e temporal da produtividade do milho em escala de campo. O experimento foi 

conduzido nos anos de 2019 e 2020, em área de nove hectares, irrigada por pivô central, inserida 

na Fazenda Experimental da Universidade Federal Rural do Semi-Árido. Para obtenção da 

produtividade, foram delimitadas 66 unidades amostrais com área de 1,80 x 8m por parcela, 

onde foram coletadas espigas, e a massa de grãos de cada parcela foi corrigida para umidade de 

13,5%. O cálculo utilizou a massa da amostra corrigida, e o mapa de produtividade foi estimado 

por técnicas de geoestatística. Foram testados índices de vegetação e bandas individuais das 

imagens dos satélites sentinel 2 e Landsat 8 de diferentes datas. Os resultados foram obtidos 

mediante correlação entre índices de vegetação e modelos espectrais com a produtividade 

observada em campo por meio de regressão linear simples e múltipla. A safra de 2019 foi 

utilizada para construção dos modelos, tendo os melhores sido validados para a safra 2020. A 

utilização do Índice de Vegetação da Diferença Normalizada conjuntamente com a banda azul 

oriundos das imagens Sentinel 2 permitiu construir uma equação para estimar a produtividade 

com coeficiente de determinação (R²) de 0,62 após 63 dias da semeadura. O modelo preditor 

para a safra de 2020 apresentou o erro (RMSE) de 22,7% na estimativa da produtividade, sendo 

considerado eficaz, uma vez que foi testado com cultivar de maior produtividade e em imagem 

com 76 dias após a semeadura. Considerando a escala do estudo, os resultados mostram que o 

pequeno e o médio produtor podem monitorar e adotar técnicas de agricultura de precisão com 

auxílio de imagens do satélite Sentinel 2. 

 

Palavras-chave: Agricultura de precisão; geoestatística; índices de vegetação. 
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ARTICLE 2. SPATIAL-TEMPORAL PREDICTION OF CORN PRODUCTIVITY BY 

ORBITAL REMOTE SENSING 

 

 

ABSTRACT 

Agricultural productivity is an essential variable to help producers and government agencies in 

decision-making processes. Although important, productivity is not an indicator capable of 

generating information that improves crop management in specific areas, and mapping its 

spatial and temporal variability is essential. The estimate of productivity in a conventional way 

depends on agrometeorological data or mechanized equipment with a high cost to the producer. 

Thus, the use of satellite images is a good tool for monitoring the productive potential. In this 

context, this research aims to evaluate spectral models from satellite images for spatial and 

temporal prediction of maize yield at field scale. The experiment was conducted in the years 

2019 and 2020, in an area of 9 hectares, irrigated by central pivot, inserted in the Experimental 

Farm of the Federal Rural University of the Semi-Arid. To obtain the productivity, 66 sample 

units were delimited with an area of 1.80 x 8m per plot, where ears were collected and the grain 

mass of each plot was corrected for a moisture content of 13.5%. The calculation used the 

corrected sample mass and the productivity map was estimated using geostatistical techniques. 

Vegetation indices and individual bands of Sentinel 2 and Landsat 8 satellite images from 

different dates were tested. The results were obtained by correlating vegetation indices and 

spectral models with productivity observed in the field through simple and multiple linear 

regression. The 2019 harvest was used to build the models, and the best ones were validated for 

the 2020 harvest. The use of the Normalized Difference Vegetation Index together with the blue 

band from the Sentinel 2 images allowed the construction of an equation to estimate 

productivity with coefficient of determination (R²) of 0.62 after 63 days of sowing. The 

predictive model for the 2020 harvest presented an error (RMSE) of 22.7% in the estimate of 

productivity, being considered effective, since it was tested with a cultivar with higher 

productivity and on image 76 days after sowing. Considering the scale of the study, the results 

show that small and medium-sized producers can monitor and adopt precision agriculture 

techniques with the help of Sentinel 2 satellite images. 

 

Keywords: Precision agriculture; geostatistics; vegetation indices. 
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INTRODUÇÃO 

 

O monitoramento e a previsão da variabilidade da cultura no campo subsidiam 

agricultores e órgãos governamentais nas atividades de planejamento agrícola. Os avanços 

atuais em sensoriamento remoto e a disponibilidade de imagens de satélites gratuitas e com 

boas resoluções espaciais e temporais permitem a construção de modelos para implementação 

na Agricultura de Precisão (KAYAD et al., 2019). 

No contexto da agricultura de precisão, um dos indicadores mais importantes é a 

predição da produtividade agrícola, sendo sua estimativa espacial e temporal fundamental para 

o entendimento dos fatores que determinam a expressão do potencial produtivo da cultura, o 

que pode levar ao desenvolvimento de práticas de manejo sítio-específicas, visando à 

maximização do potencial produtivo em diferentes zonas da lavoura (VIAN et al., 2018). 

Para predição da produtividade agrícola, os dados capturados por sensores orbitais são 

agrupados em modelos matemáticos denominados índices de vegetação, que são 

correlacionados com a produtividade da cultura. A avaliação pode ser realizada com uso de 

modelos empíricos que se mostram como o método mais prático e eficaz para a previsão da 

produtividade. Os fatores de entrada para esses modelos podem ser fatores espectrais que estão 

correlacionados com parâmetros bioquímicos ou biofísicos da cultura (ALI et al., 2022). 

Segundo Peralta et al. (2016), o índice de vegetação de diferença normalizada (NDVI) 

é o índice mais usado para avaliar o crescimento e a produtividade das culturas. No entanto, a 

escolha do índice que tem melhor correlação com a produtividade agrícola depende, dentre 

outras variáveis, do tipo de cultura e do estádio fenológico, além das especificações dos 

sistemas sensores. 

Nesse campo, diversos estudos empregam uma variedade de índices espectrais 

derivados dos satélites Landsat e Sentinel para estimativa da produtividade (DE OLIVEIRA 

BERTOLIN et al., 2017; SCHWALBERT et al., 2018). No entanto, apesar de resultados 

satisfatórios, esses estudos, por empregarem métodos de relação direta, ficam muitas vezes 

restritos às áreas onde foram desenvolvidos, o que se justifica pela simplicidade, custo e 

possibilidade de aplicação por pequenos e médios produtores que não dispõem de recursos e 

tecnologias mais sofisticadas. 

Conforme Gao et al. (2018), a utilidade dos dados de sensoriamento remoto na 

modelagem do rendimento das culturas tem sido amplamente avaliada em nível regional ou 

estadual, usando dados de resolução baixa. Assim, considerando que o uso de dados de 

resolução média para estimativa de produtividade em escalas de campo tem sido limitado 
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devido às características espacial e temporal desses sensores, é essencial desenvolver modelos 

capazes de mapear a produtividade em escala de campo com uso de fontes de imagens orbitais 

diversas. 

 Nesse contexto, o presente estudo tem por objetivo estimar a produtividade espaço-

temporal do milho utilizando imagens dos sensores embarcados nos satélites Sentinel 2 e 

Landsat 8 em propriedade de escala de campo situada na região semiárida.  

 

MATERIAL E MÉTODOS 

 

O estudo foi conduzido na Fazenda Experimental Rafael Fernandes, pertencente à 

Universidade Federal Rural do Semi-Árido – UFERSA, localizada no Município de Mossoró, 

sob coordenadas UTM 9440500 e 677500 (Figura 1).                                    

                                   Figura  1. Localização da área de estudo. 

 
                  Fonte: Autor. 

 

A área correspondente a 9 ha foi cultivada com milho nos anos de 2019 e 2020, sendo 

utilizadas, respectivamente, as cultivares 2B655PW (DOW AGROSCIENCE) e BM855PRO2 

(BIOMATRIX). Para o cultivo em 2019, após a dessecação, o manejo consistiu na passagem 

de grade aradora, grade niveladora com posterior aplicação de adubação de fundação com 200 

kg de MAP granulado/ha e aplicação via fertirrigação de 88,52 kg/ha de N (Ureia), 72,53 kg/ha 

de K2O (KCL), 1,98 kg/ha de B (ácido bórico) e 2,8 kg/ha de Zn (sulfato de zinco). 

Em 2020, foi realizada uma escarificação com 35 cm de profundidade, duas gradagens, 

sendo uma gradagem aradora e uma niveladora. Na semeadura, foi utilizada a adubação de 

fundação com 300 kg de MAP granulado/ha e via fertirrigação foram aplicados 80,78 kg/ha de 

N (Ureia), 80,52 kg/ha de K2O (KCL), 2,12 kg/ha de B (ácido bórico) e 2,45 kg/ha de Zn 
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(sulfato de zinco). Em ambos os experimentos, ocorreu aplicação de glifosato (4,0 l/ha) e a 

lâmina de irrigação foi de 102 e 111 mm. 

Para calcular o valor de produtividade, foram georreferenciados 66 pontos, nos quais foi 

delimitada uma área de 1,80 x 8m onde todas as espigas foram coletadas (Figura 2). A 

produtividade foi calculada a partir da massa dos grãos, que foi ajustada para umidade de 

13,5%, conforme equação 1. 

 

        MCC = Massa Total * 
(100 - UOB)

(100 - UD)
                                                                                  (1)                                                                                

 

em que MCC= Massa de campo corrigido; UOB é a umidade obtida e UD umidade desejada.          

                      

                    Figura  2. Distribuição dos pontos amostrais. 

 
         Fonte: Autor. 

 

Inicialmente, os dados de produtividade foram avaliados por meio da estatística 

descritiva obtendo-se a média, mediana, variância, máximo, mínimo, desvio padrão, assimetria, 

curtose, coeficiente de variação e teste de normalidade. Para a classificação da variabilidade 

dos atributos, foram adotados os limites de coeficiente de variação (CV) propostos por Warrick 

e Nielsen (1980), sendo baixa (CV<12%), média (12%<CV<60%) e alta (CV>60%). A 

hipótese de normalidade foi verificada pelo teste de Shapiro-Wilk (1965). 

Para relacionar espacialmente a produtividade e índices de vegetação, os dados foram 

submetidos à geoestatística e estimados para uma resolução espacial de 10 metros, totalizando 
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882 dados. Para tanto, foi empregado o complemento instalado no QGIS Smart Map (PEREIRA 

et al., 2022). 

 Inicialmente, os dados foram filtrados para identificar outliers propostos por Tukey 

(1977) e, em seguida, foram estabelecidos os semivariogramas empíricos (MATHERON, 

1963), conforme Equação 2. Considerou-se que cada ponto no semivariograma consta de um 

número mínimo de pares com 50 combinações e que a distância do ponto de corte dos “lags” 

foi de 60% da máxima distância. 

    

             y(h) =  
1

2𝑁(ℎ)
∑ [Z(xi) − Z(xi + h)]2N(h)

i=1                                                                          (2)                  

                                                                                 

em que N(h) é o número de pares de valores experimentais medidos em [Z(x i), Z(xi +h)], 

separados pelo vetor h. 

Para o ajuste do semivariograma experimental, foram utilizados os modelos (a) 

esféricos,  γ(h) = C0 + C1 [1,5 (h/A) - 0,5 (h/A)3] para (0 < h ≤ A) e γ(h) = C0 + C1 para h > A; 

(b) exponencial, γ(h) = C0 + C1 [1-exp (-h/A)]; e (c) gaussiano, γ(h) = C0 + C1 [1-exp (-h2/A2)], 

em que C0 é o efeito pepita, C1 é a variância estruturada, “d” é a distância máxima na qual o 

semivariograma é definido e “A”, o alcance. O melhor ajuste foi definido pelo menor valor da 

raiz quadrada do erro médio (RMSE) no processo de validação cruzada, conforme Equação 3. 

 

   RMSE =  √
1

N
∑ {Ž(xi) − Z(n

i=1 Xi)}2                                                                               (3)  

           

em que: Z (Xi) é o valor observado, Ž(xi) é o valor previsto e N é o número de amostras. 

O grau de dependência espacial dos semivariogramas ajustados foi avaliado pelo grau 

de dependência espacial (GD) proposto por Cambardella et al. (1994), considerando forte 

dependência para um GD < 25%, moderada dependência com 25% < GD < 75% e fraca 

dependência quando o GD > 75%. O valor de GD é dado pela Equação 4. 

    

               GD = {
C0

C0 + C1
} x100                                                                                                           (4)       

 

Após a escolha dos modelos e verificadas variáveis que apresentaram dependência 

espacial, foi realizada a interpolação por meio da Krigagem ordinária para obtenção dos valores 

dos locais não amostrados conforme Eq. 5. 
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 Z∗(X0) = ∑ ʎi
N
i=1 Z(xi)                                                                                                         (5)     

                                                                                                   

em que z*(Xo) é a variável interpolada, λi são os pesos associados aos pontos vizinhos e Z(xi) 

é o valor da variável no ponto vizinho. 

Os índices de vegetação (Tabela 1) foram processados no QGIS 3.18 a partir das 

imagens do sensor multiespectral do satélite Sentinel-2, Nível 2A, adquiridas na plataforma 

Copernicus Open Access Hub, e do sensor Operational Land Imager – OLI do Landsat 8, na 

plataforma Earth Explore. 

  

Tabela  1. Índices de vegetação. 

Índices de Vegetação Modelo Referência 

Índice de Vegetação por Diferença 
Normalizada – NDVI 

 

(nir-red)/(nir+red)  

 

Rouse et al. (1973) 

Razão Simples - RS nir/red Jordan. (1969) 

SAVI (1+Ls)*(nir-red)/(Ls+nir+red) Huete (1988) 

Índice de Vegetação da 
Diferença Normalizada 

Verde – NDVIG 
 

(nir-grenn)/(nir+grenn) Gitelson et al. (1996) 

Índice de Vegetação por Diferença 
Normalizada na Borda Vermelha – 

NDRE 
 

(nir-red edge)/(nir+red edge) Gitelson; Merzlyak (1994) 

Índice da Clorofila 

Verde - CIgrenn 

(nir/red) - 1 Gitelson et al. (2005) 

Índice de Vegetação Melhorado – 
EVI 

 

2,5(nir-red)/(nir+6red -7,5blue+ 1) Huete et al. (1997) 

Índice Infravermelho de Diferença 
Normalizada - NDII 

(nir-swir)/(nir+swir) Serrano et al. (2000) 

Onde Ls é o fator de ajuste que representa o  brilho do solo e varia de acordo com a densidade da cobertura vegetal. 
Foram testado valores de ajuste de 0.5 a 1.  Swir é a anda do infravermelho de ondas curtas, nir é o infravermelho, 
blue a faixa azul, grenn a faixa verde, red a vermelha e red edge borda vermelha.  

 

Todos os produtos foram extraídos com as correções para refletância de superfície com 

correção geométrica. Como parte das bandas do Sentinel 2 empregadas para formulação dos 

índices de vegetação possuem resoluções espaciais distintas, as bandas com 20 metros (B5 e 

B12) foram remostadas para 10 metros utilizando o interpolador B spline constante no System 

for Automated Geoscientific Analyses - SAGA, ao passo que as imagens Landasat 8 foram 

processadas com sua resolução original de 30 metros. Posteriormente, os índices foram 

processados na calculadora raster do QGIS 3.18.  
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Para a geração dos modelos no ano de 2019, foram utilizadas duas imagens Sentinel 2A 

no período de 43 e 63 dias após a semeadura – DAS, ao passo que foi empregada uma cena 

Landsat 8 aos 63 DAS. A carência de imagens ocorreu em virtude da alta nebulosidade na época 

do experimento, não sendo possível obter informações com mais antecedência. Assim, a 

prioridade foi pela obtenção de informações o mais próximo após a semeadura (43 dias) e que 

representassem a fase reprodutiva do milho, com aparecimento dos pendões (63 dias). 

O modelo consistiu na avaliação de índices de vegetação e bandas espectrais individuais, 

tendo sido utilizadas a regressão linear simples e múltipla, tendo como variável dependente a 

produtividade e os índices e bandas espectrais como independentes. Os modelos foram 

construídos pelo software GeoR (RIBEIRO JÚNIOR; DIGGLE, 2001) integrado ao QGIS 3.18, 

com ajustes para até quatro variáveis independentes. 

 O melhor modelo foi selecionado pelo maior valor do coeficiente de determinação. Para 

validação, empregaram-se os modelos com melhor desempenho para o ano de 2019 com o 

objetivo de estimar a produtividade da safra 2020, que foi comparada ao valor obtido em campo 

no mesmo período. O desempenho da validação foi obtido pela raiz quadrada do erro médio - 

RMSE, conforme equação 3.  

 

 

RESULTADOS E DISCUSSÃO 

 

Os dados da estatística descritiva mostram que a produtividade média para o ano de 

2020, com 7151 kg/ha, foi superior à produtividade média de 2019 (Tabela 2). O resultado pode 

estar associado a dois fatores, sendo o primeiro a cultivar que apresentou maior produtividade, 

verificável em campo com o número de espigas por plantas maior que na cultivar do ano de 

2019. Nesse sentido, Vian et al. (2018), estudando variáveis que influenciaram na produtividade 

do milho obtiveram que o componente número de espiga por área foi o que mais contribuiu 

para explicar a diferença de produtividade. 

Além disso, ao observar, no experimento de 2019, o padrão espacial de produtividade, 

práticas de manejo foram adotadas para o ano seguinte a fim de melhorar as condições do solo, 

principalmente na redução de falhas de semeadura, observadas em 2019. Ao analisar o CV, 

conforme Warrick; Nielsen (1980), a produtividade em ambos os anos foi classificada com 

média variação, porém com uma redução da variação de 2020 em relação a 2019. Assim como 

explicado para a produtividade, a redução do CV para o ano de 2020 se deveu à redução de 

falhas de semeadura, propiciando condições ligeiramente menos heterogêneas. 
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Tabela  2.  Estatística descritiva para produtividade agrícola nos anos e 2019 e 2020. 

Méd – Média; Medi – Mediana; Máx – Máximo;  Mín – Mínimo; Curt – Curtose, Assi; Assimetria; D.P – 
Desvio-Padrão; CV%- coeficiente de variação; W – Teste de Shapiro-Wilk’s; * - Distribuição não-normal pelo 
teste de Shapiro-Wilk’s (p-valor < 0,05); ns- Distribuição normal pelo teste de ShapiroWilk’s (p-valor > 0,05). 

 

De maneira geral, os resultados da estatística descritiva indicam que os dados de 

produtividade possuem grande variabilidade espacial e são adequados para o mapeamento 

espacial por meio da geoestatística, principalmente por apresentar normalidade e média 

heterogeneidade, porém somente por meio de semivariogramas é possível verificar o nível de 

dependência espacial. 

A tabela 3 contém o resultado da modelagem por geoestatística dos dados de 

produtividade. Diante desses resultados, observa-se que os dados de produtividade de 2019 e 

2020 foram adequados para análise espacial, pois apresentaram dependência espacial de 

moderado a forte. Essa diferença no grau de dependência está associada a uma menor 

heterogeneidade da produtividade do milho em 2020.  

 

Tabela  3.  Modelos e parâmetros estimados dos semivariogramas da produtividade do milho. 

Atributo  Ano Modelo  C0  C0+C1  A (m)  GD  Class  R² 

Produtividade 2019 Esférico 1360000 5530000 259,5 0,24 Forte 0,90 

Produtividade 2020 Esférico 1735947 4745285 181 0,36 Moderado 0,85 
C0 - Efeito pepita; C0 + C1 - patamar; A - Alcance; GD - Grau de dependência espacial (C0/C0 + C1); Class – 

Classificação. 

 

 

Os valores de Alcance apontam que a malha amostral utilizada no estudo, com 66 pontos 

distribuídos em distâncias médias de 40 metros, foi eficiente e que, para estudos futuros, uma 

redução do número de amostras pode permitir boa representação da variabilidade espacial, ao 

mesmo tempo em que reduz o custo operacional. 

Conforme aplicação da Krigagem ordinária (Figura 3), os mapas de produtividade 

confirmam a distribuição heterogênea da área com variação espacial e temporal. Apesar dessa 

variação, observa-se que espacialmente a análise entre anos permite inferir que a área tende a 

ter potencial produtivo distribuído nas mesmas localidades, sendo que uma parte do pivô 

localizado a oeste apresentou as maiores produtividades, ao passo que a porção leste teve as 

menores. 

Atributos  

 Estatística descritiva   

Ano Méd 

(Kg/ha) 

Medi 

(Kg/ha) 

Máx 

(Kg/ha) 

Mín 

(Kg/ha) 

D.P 

(Kg/ha) 
Curt Assi CV% W 

Produtividade 2019 5330 5151 11779 1156 2070 0,40 0,55 38,5 ns 

Produtividade 2020 7151 7342 10870 2383 2160 -0,83 -0,21 30,2 ns 



49 

 

Esse resultado mostra que mesmo com plantio de cultivares diferentes existe um padrão 

espacial na produtividade, o que possibilita afirmar que a área de estudo é adequada para o 

manejo em zonas específicas.   

 

                        Figura  3. Mapas das produtividades do milho em 2019 e 2020. 

 
Fonte: Autor. 

 

Ao analisar a relação entre dados de sensoriamento remoto e a produtividade para o ano 

de 2019 (Tabela 4), constata-se que o modelo com maior coeficiente de determinação de 0,62 

ocorreu aos 63 dias após a semeadura, sendo composto pelo NDVI e pela banda da faixa do 

azul do sensor MSI do Sentinel 2. 

 Os resultados indicam que temporalmente a predição da produtividade do milho é mais 

eficiente quando a cultura inicia seu estádio vegetativo de reprodução. Corroborando com esses 

resultados, Vian et al. (2018), avaliando a estimativa da produtividade do milho irrigado por 

meio do NDVI, entre os estádios vegetativos V3 a V8, observaram coeficiente de determinação 

R2 entre 0,63 e 0,83, respectivamente, e afirmam que à medida que a planta cresce esta 

correlação aumenta, e onde ocorre maior índice as áreas têm maior produtividade. 
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Tabela  4. Relação entre índices de vegetação e produtividade para os sensores MSI e OLI. 
Sistema Sensor Dias Após 

Semeadura 

Índice de 

vegetação 

Equação R² 

 
 
 

MSI (Sentinel 2) 
 
 
 
 
 

 
 

MSI (Sentinel 2) 

43 

NDVI (nir-red)/(nir+red) 0,55 

RS nir/red 0,53 

SAVI (1+Ls)*(nir-red)/(Ls+nir+red) 0,55 

NDVIG (nir-grenn)/(nir+grenn) 0,55 

NDRE (nir-B5)/(nir+red edge) 0,50 

IVClorofila (nir/red) - 1 0,53 

IVMelhorado 2,5(nir-red)/(nir+6red -7,5blue+ 1) 0,55 

NDVII (nir-swir)/(nir+swir) 0,51 

Modelo 1 -1005,724 

 + 12932,012*  
NDVI -3,738*blue 

0,56 

63 

NDVI (nir-red)/(nir+red) 0,60 
RS nir/red 0,58 

SAVI (1+Ls)*(nir-red)/(Ls+nir+red) 0,60 
NDVIG (nir-grenn)/(nir+grenn) 0,56 
NDRE (nir-B5)/(nir+red edge) 0,49 

IVClorofila (nir/red) - 1 0,55 
IVMelhorado 2,5(nir-red)/(nir+6red -7,5blue+ 1) 0,58 

NDVII (nir-swir)/(nir+swir) 0,26 

Modelo 2 -28688,05 +39672,56*NDVI + 
21,61*blue 

0,62 

 
 
 
 
 

 
OLI (Landsat 8) 

 

 
 
 
 
 

 
63 

NDVI (nir-red)/(nir+red) 0,34 

RS nir/red 0,35 

SAVI (1+Ls)*(nir-red)/(Ls+nir+red) 0,34 

NDVIG (nir-grenn)/(nir+grenn) 0,39 

IVClorofila (B5/B4) - 1 0,39 

IVMelhorado (nir/red) - 1 0,35 

NDVII 2,5(nir-red)/(nir+6red -7,5blue+ 1) 0,34 

Modelo 3 -24397,235 

 + 14245,878  

*IVClo + 1,447*red 

0,40 

 

 

Apesar de predição mais eficiente aos 63 dias, com maior coeficiente de correlação para 

a maioria dos índices de vegetação, refletido pelo aumento no índice de área foliar da cultura 

do milho, aos 43 dias praticamente os resultados em termos numéricos não foram discrepantes, 

com coeficiente acima de 0,50 para todos os modelos, indicando que comparativamente 

anteceder a predição não compromete os resultados, apesar de ligeiramente menos acurado. 

Segundo Yamamoto; Landim (2015), correlações acima de 50% são satisfatórias. Assim, pode-

se afirmar que os índices estudados podem ser utilizados para a estimativa da produtividade de 

grãos. Além disso, enfatiza-se que a previsão da produtividade possivelmente foi mais precisa 

em eventual disponibilidade de imagens no estádio de máximo desenvolvimento vegetativo 

cujos índices apresentariam maiores valores espectrais. 

Os índices oriundos do MSI Sentinel 2 que obtiveram menor desempenho para predição 

da produtividade do milho foram o NDRE e NDVII em ambas as datas. Diferentemente desses 
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resultados, Skakun et al. (2021) constataram que as bandas espectrais mais importantes que 

explicam a variabilidade da produtividade foram borda vermelha e infravermelho próximo, que 

combinadas geram o NDRE, ao passo que Dong et al. (2020) conseguiram melhor estimativa 

da biomassa de diversas culturas, dentre as quais o milho, ao utilizar índices de vegetação com 

a faixa da borda vermelha do Sentinel 2, sendo essa faixa o diferencial para o desempenho 

gerado pelo Sentinel 2 em relação ao Landsat 8, uma vez que esse último satélite não captura 

esse espectro. 

 A faixa da borda vermelha é mais sensível ao aumento do índice de área foliar do que 

a faixa vermelha, o que é essencial quando a cultura se encontra no estádio em que a biomassa 

apresenta o máximo valor. Assim, neste estudo, devido ao tamanho da área de estudo de apenas 

nove hectares, banda borda vermelha com resolução espacial de 20 metros possivelmente não 

gerou quantidade de informações que pudessem melhorar o desempenho do NDRE.  

A referida justificativa pode ser corroborada quando avaliado o desempenho dos índices 

de vegetação do OLI Landsat 8, que, comparativamente ao MSI Sentinel 2 aos 63 dias, 

apresentou valores de coeficientes de determinação baixos, evidenciado que a diminuição da 

resolução espacial de 10 para 30 metros em uma área de escala de campo compromete a 

estimativa da produtividade. Nesse sentido, de Oliveira Bertolin et al. (2017), ao utilizar 32 

pivôs centrais cultivados com milho, considerando cada pivô como um ponto amostral, 

obtiveram que o NDVI oriundo do Landsat foi altamente relacionado à produtividade com R² 

de 0,81. Nesse caso, diferentemente deste estudo, possivelmente a escala adotada facilitou a 

identificação da variabilidade no campo pelas bandas espectrais do Landsat 8. 

Utilizando diferentes sensores orbitais, Gão et al. (2018) concluíram que procedimentos 

de fusão de dados do Landsat/Sentinel-2 e MODIS explicam melhor a variabilidade da 

produtividade das culturas do que os dados Landsat, Sentinel-2 ou MODIS sozinhos. Assim, 

para mitigar os problemas espaciais e temporais verificados neste estudo em áreas em escala de 

campo, a investigação do fusionamento pode produzir resultados mais eficazes. 

Além de modificações no processamento das imagens, a inclusão de outras variáveis 

biofísicas da cultura ou dados de solo integrados ao sensoriamento remoto podem gerar 

modelos mais consistentes para estimativa da produtividade agrícola. 

Avaliando espacialmente e temporalmente o NDVI em ambos os sensores e o NDVGI 

como índice de melhor desempeno do Landsat 8 (Figura 4), observa-se que, independentemente 

do sensor e/ou eficiência do índice, foi possível diagnosticar duas áreas distintas quanto à 

variabilidade espacial da produtividade do milho, uma vez que os maiores e menores valores 
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dos índices correspondem aos maiores e menores valores de produtividade do ano de 2019 

(Figura 3). 

Considerando esse resultado, conclui-se que a resolução espacial de 30 metros do 

landsat 8, mesmo com baixa correlação com a produtividade e na ausência de outras imagens 

em data de maturação do milho, possibilitou distinguir zonas que podem ser manejadas em taxa 

variável, servindo como uma ferramenta de planejamento preliminar para tomada de decisão. 

Nesse sentido, para aumentar a correlação, o processamento dos índices de vegetação do 

Landsat 8 utilizando a banda pancromática poderia ser analisado. 

O comportamento do NDVI do MSI Sentinel 2 apresentou sensibilidade quanto ao 

aumento da área foliar da cultura, uma vez que aos 63 dias após a semeadura (25-06-2019), 

comparativamente a 43 dias após a semeadura (05-06-2019), ocorreram aumentos nos valores 

do índice em praticamente toda a área de estudo (Figura 4A e B). 

 

Figura  4. Mapas do NDVI para o sensor MSI  e OLI Landsat 8 e NDVGI do OLI Landsat 8. 

 
Fonte: Autor 

 

No processo de validação dos modelos com os dados da safra do ano 2020, observa-se 

que a variação da produtividade tendo como métrica o RMSE foi de 2474,4 kg/ha em 46 dias 

após a semeadura e 1624,3 kg/ha com 76 dias após a semeadura (Tabela 5). De maneira geral, 
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o resultado para 76 dias pode ser considerado satisfatório, uma vez que no processo de validação 

não existiam imagens disponíveis com boas condições de nebulosidade que pudessem ser 

utilizadas no mesmo período em que a equação foi obtida, ou seja, com 63 dias após a 

semeadura. 

 

Tabela  5. Validação dos modelos para a produtividade em 2020. 

Modelo Preditivo Data Dias Após 

Semeadura 

RMSE (Kg/ha) RMSE (%) 

-1005,724 

+ 12932,012* 

NDVI -3,738*B2 

05-05-2020 46 2474,4 34,6 

-28688,05 

+39672,56*NDVI + 

21,61*B2 

04-06-2020 76 1624,3 22,7 

 

Além da indisponibilidade de imagens, os dois experimentos (2019 e 2020) foram 

cultivados com variedades de milho distintas, o que pode ter mitigado a acurácia do modelo, 

uma vez que em média a produtividade de 2020 foi maior, fazendo com que o modelo fosse 

criado e testado em condições distintas. 

 Na Figura 5, observa-se que os modelos estimados possibilitaram distinguir as áreas de 

maior e menor produtividade, servindo como instrumento capaz de melhorar o gerenciamento 

da cultura.  

                        Figura  5. Produtividade estimada (A e B) e produtividade observada (C). 

 
                         Fonte: Autor. 
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CONCLUSÕES 

 

Nas condições aplicadas no estudo, os modelos utilizando imagens do satélite Sentinel 

2, em escala de campo, foram mais eficientes em predizer a produtividade do milho em 

comparação aos produtos do Landsat 8, servindo como instrumento norteador para o 

gerenciamento agrícola. 

Dentre os índices de vegetação analisados, o NDVI juntamente com a banda do azul 

foram os componentes independentes que resultaram nos modelos mais acurados. 

Foi possível estabelecer um método simples, usando apenas dados de sensoriamento 

remoto disponíveis gratuitamente, que podem ser empregados nas estratégias de gestão espacial 

da área de estudo. 

Os resultados obtidos neste estudo são aplicados ao gerenciamento de safras de anos 

seguintes, uma vez que o modelo preditivo mais acurado aos 76 dias dificulta a introdução de 

práticas de manejo dentro do próprio ciclo da cultura. 

Para estudos futuros, recomenda-se a utilização de novos sensores com informações de 

produtividade referentes a um período superior a dois anos. 
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4. CONCLUSÕES GERAIS 

 

O mapeamento da variabilidade espacial e temporal da produtividade do milho, em 

escala de campo, foi satisfatório a partir da utilização de produtos de sensoriamento remoto 

orbital integrados a técnicas de aprendizagem de máquina. Com os resultados, torna-se 

exequível a aplicação de práticas de agricultura de precisão, dentro do próprio ciclo da cultura, 

uma vez que os modelos foram capazes de anteceder com precisão o potencial produtivo da 

área bem antes de sua colheita e ainda sintetizaram quais as variáveis mais importantes. 

Os modelos preditivos utilizando somente imagens orbitais com métodos empíricos 

indicaram uma redução na acurácia em relação aos modelos com técnicas de aprendizagem de 

máquina, mas que os resultados foram consistentes e forneceram um meio simples, rápido e 

eficaz para delimitação de áreas com variação no potencial produtivo.  

Com os resultados obtidos, infere-se que é possível pequenos e médios agricultores, 

bem como institutos de assistência rural, disporem de meios relativamente factíveis as 

condições de semiárido para o aprimoramento do manejo do solo das propriedades de pequena 

escala, visando o aumento da produtividade, a racionalização de recursos, a mitigação dos 

impactos ambientais. 
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